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Resumen

El propésito de este articulo es exponer el estudio realizado
acerca de la prediccion de la evolucion de la cotizacién del
Bitcoin. Se describe el proceso de obtencion de datos median-
te técnicas de scraping sobre diferentes fuentes de datos uti-
lizadas: Binance, Twitter y Google Trends. Se han tenido en
cuenta diferentes indices de mercado que rigen la criptomone-
da, como son el volumen y precios de apertura o cierre, entre
otros. Ademads, se han tratado indices de polaridad de senti-
mientos y popularidad a partir de Twitter y Google Trends
respectivamente. A partir de los datos obtenidos, se han apli-
cado procesos de feature engineering y mineria de textos que
han permitido la obtencién de informacién implicita sobre la
original que complementa y potencia el conjunto de datos. El
modelado de los datos se ha realizado utilizando técnicas esta-
disticas, como son redes neuronales del tipo Long-Short Term
Neural Network u otras cémo por ejemplo Gradient Boosting.

Abstract

The purpose of this paper is to present a study conducted
around the price development of Bitcoin. The process starts
by collecting data using Scraping techniques on different data
sources: Binance, Twitter and Google Trends. We have been
considering different market indexes that govern the crypto-
currency, as they might be the volume and the opening or
closing prices. In addition, the polarity indexes and popula-
rity have been treated, respectively from Twitter and Google
Trends. The data obtained has been analyzed using feature en-
gineering and data mining techniques, and new information
has been obtained complementing and improving original da-
ta. Data modeling has been done using neural networks like
Long-Short Term or other such as Gradient boosting.
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1. Introduccion

Los grandes avances tecnolégicos en materias relacionadas
con la computacién y comunicaciones han permitido en po-
co tiempo un gran auge en el dmbito de las criptomonedas,
de manera que en los dltimos afios su presencia en todos los
medios ha aumentado de forma notable. La aparicién del con-
cepto Blockchain, también conocido como cadena de bloques,
ha permitido la aparicién entre otras monedas del Bitcoin, Et-
hereum y Litecoin, con la intencién de acabar con algunos de
los grandes problemas a los que se enfrenta el actual sistema
financiero como son la economia sumergida y el blanqueo de
capitales ya que como dijo Dee Hock, fundador de Visa: "We
live in the 21st century but are still using command and con-
trol organizational structures from the 16th century. Bitcoin
is one of the best examples of how a decentralized, peer-to-
peer organization can solve problems that these dated orga-
nizations cannot. Like the Internet, Bitcoin is not owned or
controlled by any one entity, so it presents incredible opportu-
nities for new levels of efficiency and transparency in financial
transactions.".

En realidad, las criptomonedas tienen un valor monetario
(sean ddlares, euros u otras monedas convencionales) que va
fluctuando al igual que lo hacen los activos financieros en el
mercado de valores. Sin embargo, cabe destacar que el com-
portamiento que tienen las criptomonedas difiere mucho al de
un activo financiero corriente, pues la volatilidad y la especu-
lacién en torno a ellas es extrema. Lo mas similar que pode-
mos encontrar a dia de hoy en el mercado de valores son los
activos de capital riesgo cuyo indice de volatilidad es bastante
elevado y las fluctuaciones que se producen son mayores.

Este punto es especialmente critico a la hora de realizar pro-
cesos de aprendizaje estadistico pues los cambios que se pro-



ducen son extremos, con lo que en la mayoria de las veces se
dificulta la obtencion de un modelo estable. Adn asi, existen
indicadores técnicos utilizados en el proceso de anélisis técni-
co que permiten anticiparse, en algunos casos, a la direcciéon
que tomard la cotizacion del activo [4].

A dia de hoy existen aplicaciones con una fuente de da-
tos lo suficientemente completa y sobre las que se han ex-
traido indicadores técnicos utiles a la hora de predecir la
cotizacion utilizando redes neuronales u otros métodos co-
mo, por ejemplo, se puede observar en la web de Neurobot
(https://neurobot.trading) . La propuesta de este estudio, es
determinar el impacto social sobre la cotizacion de las cripto-
monedas a partir de un muestreo sobre los tuits publicados en
Twitter para poder determinar el sentir general de las personas
y conocer si los inversores tienen un sentimiento de compra /
venta, ya que no olvidemos que la cotizacién de las criptomo-
nedas se rige por las leyes de oferta / demanda de manera muy
semejante a como lo hacen los mercados financieros conven-
cionales.

Ademads, se ha tomado en consideracién la informacién de
otra fuente de datos que permite complementar la actividad de
un activo: su indice de busquedas en Google. De esta manera
podemos hacer un seguimiento en tiempo real de la popula-
ridad de una criptomoneda y ver la incidencia que tiene este
concepto en su cotizacion.

2. Proceso de obtencion de datos, tra-
tamiento de datos y feature enginee-
ring

El proceso de obtencién de datos es uno de los puntos cri-
ticos pues de la informacién que recopilemos dependerd, en
gran medida, la capacidad del modelo para obtener mejores
resultados. Como ya se habfa anticipado previamente, el pro-
ceso de obtencion de datos tiene tres fuentes diferentes: Bi-
nance, Twitter y Google Trends.

El tratamiento de los datos y la obtencién de nueva infor-
macién implicita en el conjunto de datos es también un punto
fundamental para complementar el conjunto de datos inicial.
En la figura 1 se ilustra graficamente el proceso de obtenciéon
y tratamiento de los datos aplicado durante el estudio.

2.1. Obtencion de datos

Para la obtencién de datos se han tenido en cuenta diferen-
tes tipos de datos dependiendo de la naturaleza de los mismos.
En primer lugar, se tiene en cuenta la informacién de mercado,
es decir, indices de mercado tales como:

e Cotizacién de apertura, cierre, mdxima y minima.
e Volumen total, del activo base y del activo de cotizacion.
e Niimero de operaciones.

Estos indicadores son bédsicos para cualquier criptomoneda,
al igual que para un activo financiero, pues detallan la infor-
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Figura 1: Descripcién gréfica del proceso de obtencién y tra-
tamiento de datos.

macién directamente relacionada con su operativa y ofrecen
el estado de la misma en cualquier momento. No obstante,
se puede extraer nueva informacién a partir de los indicado-
res expuestos anteriormente, cémo por ejemplo indices de vo-
latilidad, o la diferencia porcentual de precios por lapso de
tiempo, entre otros, como veremos mds adelante. Ademads, un
punto interesante y muy recurrente en este tipo de entornos es
la utilizacién de lo que se denominan indicadores en anélisis
técnico. Algunos de estos indicadores emiten sefiales que per-
miten anticipar en muchos casos la direccién que va a tomar
la cotizacién en un momento dado, por lo que se han tenido
en cuenta a la hora de confeccionar el conjunto de datos.

En segundo lugar, Twitter ha servido como fuente de da-
tos. A partir de la API, se ha realizado un streaming en base
a una serie de términos relacionados con Bitcoin y las cripto-
divisas. De esta manera, se han obtenido los tuits en tiempo
real para poder saber todo aquello que se estd comentando y
poder analizar la informacién que proporcionan las personas.
De acuerdo con [3], una manera de analizar los tuits es me-
diante el andlisis de sentimientos, ya que nos permite saber si
la percepcidn de ese tuit es algo positivo o negativo. Por ello,
se ha querido comprobar la influencia de la percepcién social
sobre la direccidon que toma la cotizacion en cada instante de
tiempo. Por lo que respecta al indice de polaridad, hay que
decir que este toma valores comprendidos en el rango [-1, 1]
donde los valores negativos representan comentarios con ma-
la percepcién mientras que los valores positivos representan
comentarios con una buena percepcion, para cada instante de
tiempo [6].

Por ultimo, se ha utilizado Google Trends teniendo en cuen-
ta, al igual que en el caso de Twitter, una serie de términos
relacionados sobre los cuales podemos capturar el indice de
popularidad, que toma valores de [0,100] donde valores pro-
ximos a 0 indican niveles de popularidad nula mientras que



valores cercanos a 100 indican niveles de popularidad maxi-
ma [5]. El estudio que determinaba una cierta correlacién en-
tre el precio del Bitcoin y el indice de popularidad que ofrece
Google a través del concepto Bitcoin fue realizado en 2013
por Kristoufek [7].

Notése que dicha informacién ha sido considerada en un
lapso de tiempo de 1 minuto, lo cual permite tener una can-
tidad de registros considerable y una baja granularidad en los
datos. Por lo que respecta al periodo de captaciéon de datos,
existen dos vertientes claramente diferenciadas. Una de ellas
estd relacionada con los indicadores de mercado y Google
Trends los cuales se capturan una tnica vez cada hora, mien-
tras que por otra parte la captacién de Twitter debe realizarse
de manera continua en tiempo real.

2.2. Tratamiento de datos

A partir de la informacién almacenada con diferentes orige-
nes, se ha realizado una agrupacién que permite tener un inico
conjunto de datos sobre el que operar. En el caso de la infor-
macion relativa a las fuentes de Binance y Google Trends no
es necesario realizar ningun tipo de tratamiento inicial, pues
debido a que es informaciéon numérica puede guardarse direc-
tamente, sin embargo, no ocurre lo mismo con la informacién
que proviene de Twitter.

Debido a que los tuits constituyen una fuente de datos tex-
tual, es necesario aplicar tratamientos de mineria de textos.
Entonces sobre cada uno de ellos se han aplicado siguientes
tratamientos antes de realizar el analisis de sentimientos:

e Eliminacion de URLs.

e Eliminacion de hashtags.

e Eliminacién de menciones.

e Eliminacién de tags de retuit.
e Eliminacion de saltos de linea.

Gracias a estos tratamientos, obtenemos una informacion
textual simplificada que facilita el proceso de andlisis elimi-
nando asi ruidos potenciales que terminen por distorsionar la
muestra. Para cada tuit procesado se obtiene un indice de po-
laridad que posteriormente es agrupado utilizando la media
aritmética para obtener un valor sobre el lapso de tiempo es-
cogido, en este caso de 1 minuto.

Finalmente, se realiza una agrupacién de los datos obte-
nidos de las diferentes fuentes, para constituir una fuente de
datos unica sobre la que poder trabajar.

2.3. Feature engineering

A partir del conjunto de datos completo, se puede extraer
informacién implicita que puede ayudar a completar el con-
junto de datos inicial. La parte de los datos que permite la apli-
cacién de técnicas para la obtencién de nuevos indicadores es
la referente a la de indices de mercado. Mediante la utilizacién
de estos indices podemos obtener la diferencia porcentual de
precios por lapso de tiempo, que marca de una manera sen-
cilla si la cotizacién ha aumentado o disminuido, en primera

instancia, y que ademds nos permite saber la diferencia que
existe respecto al momento de tiempo inmediatamente ante-
rior.

Dif(%) = Close(ot]))engiven(t)

Por otra parte, podemos obtener la volatilidad que se en-
tiende como la diferencia entre el valor mas alto y el mas bajo
del precio de apertura del periodo.

Mazx(t) — Min(t)
Open(t)

El punto maés interesante, lo encontramos en la utilizacién
de los indicadores técnicos muy recurrentes en el conocido
andlisis técnico que ofrecen una visién complementaria a par-
tir de los indices mds bdsicos. De esta manera, podemos obte-
ner informacién con un cierto nivel de sofisticacién que ayu-
dan a la prediccion, en muchos casos, de la direccién del pre-
cio que tomard el activo.

Algunos de los indices estadisticos obtenidos y de especial
interés han sido:

Volatility =

e Moving average: permite obtener nuevos valores a partir
del promedio de un subconjunto de los datos originales.
Noétese que M representa el valor especifico de la serie
escogida de tamaifio n.

PM T PMmM-1+ . +DPM—(n—1)
n

SMA =

e Relative strength index (RSI): permite obtener un indice
de la fuerza que ejerce el precio a partir de la comparativa
entre los movimientos al alza o a la baja de los precios

de cierre.
100
RSI =100 — ————
1+ RS
donde RS es:
RS — SMMA(U,n)
SMMA(D,n)

y SMMA es smoothed or modified moving average.

e Bollinger brands: se obtienen a partir de la media mé-
vil (tanto simple como exponencial) sobre el precio de
cierre la cual es envuelta por dos bandas que se obtienen
de afiadir y sustraer, para la superior y inferior respecti-
vamente, al valor de la media K desviaciones estandar,
donde K generalmente es igual a 2.

BBUpper = MA+ Ko
BBLower = MA — Ko

e MACD: conocida como la Media mévil de Convergen-
cia / Divergencia funciona a partir de tres componentes:
MACD que corresponde con la diferencia entre dos me-
dias méviles, una calculada a corto plazo (generalmente



12 periodos) y otra a largo plazo (26 periodos). El com-
ponente sefial corresponde al promedio mévil exponen-
cial del MACD usando 9 periodos. El dltimo componente
es el histograma, que se corresponde a la diferencia entre
la MACD vy la senal.

MACD = EMA(12) — EMA(26)
Signal = EMA(MACD,9)
Histogram = MACD — Signal

Como vemos, algunos de estos indicadores tienen en cuenta
aspectos como la volatilidad y el efecto de los cambios tan
drasticos que se suceden en la cotizacién de las criptomonedas
como el Bitcoin.

Debemos destacar que, sobre la variable objetivo se ha apli-
cado una conversion a tipo binaria, de manera que para valores
negativos la variable toma como valor un 1, para valores po-
sitivos toma como valor un 0. De esta forma, transformamos
el problema a uno de tipo clasificacién, donde predecimos si
la cotizacién sube o baja. Por ello, utilizaremos modelos de
clasificacién con este criterio y otros con el valor diferencial
porcentual del precio. De esta manera se permite trabajar con
problemas de diferente naturaleza y ver cual es el enfoque que
presenta el mayor desempefio y es mas adecuado para los da-
tos recogidos.

3. Analisis de los datos

Un punto fundamental es el conocimiento sobre el conjun-
to de datos pues de ello dependerd, en parte, el desempefio
que podamos conseguir a partir del modelo de datos. En pri-
mer lugar, si analizamos la variable objetivo podemos obser-
var la distribucién que toman las variaciones de la cotizacién
del Bitcoin:

Bitcoin Minute Price Variability (%)
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Figura 2: Distribucién de la variabilidad de la cotizacién del
Bitcoin.

Como podemos obervar en la figura 2, la variacién de la
cotizacion del Bitcoin minuto a minuto parece seguir una dis-

tribucién normal, formando una campana practicamente simé-
trica.
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Figura 3: Test de autocorrelacion de la serie sobre los primeros
60 minutos.

Otra parte fundamental en el anélisis de una serie temporal
es comprobar la autocorrelacién existente de la misma para
detectar si existe algin tipo relacion entre el actual diferencial
de precio respecto al anterior o futuros diferenciales. Como se
aprecia en la figura 3, el diferencial de precio esta correlacio-
nado en un lapso de tiempo de hasta 16 minutos, donde vemos
que hay un valor a tener en cuenta en el caso de 25 minutos co-
mo caso aislado. Ademads, se ha analizado para periodos méis
amplios de tiempo donde se ha visto que la autocorrelacién
estaba marcada por tramos que parecen seguir la tendencia de
estacionalidad diaria de la figura 4.

Por otro lado, en la figura 4, vemos la estacionalidad de la
serie de forma diaria, donde como dato a destacar observa-
mos que la mayor caida del precio se produce generalmente
sobre las 17:15h y el mayor incremento se produce de cara a
las 21:10, aproximadamente. Este comportamiento suele ser
habitual en el mercado de criptomonedas, pues debido a las
grandes fluctuaciones que se producen durante el dia, cada
uno de los cambios extremos viene acompafiado por lo que
en términos de mercado se entiende como una correccién, de
ahi a que observemos esa curva entre las 16:00h y las 00:00h.
No obstante, vemos que en la mayor parte del dia, el valor
de la cotizacién va fluctuando de manera reducida y constante
respecto al periodo anteriormente sefialado.
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Figura 4: Estacionalidad de la serie diaria.

Este tipo de movimientos en los mercados, especialmente



en el mundo de las criptomonedas, tienen lugar debido a la
utilizacién de sistemas inteligentes por parte de los grandes
inversores que, a la postre, son los que dominan la tendencia
del mercado.

Gracias a la inteligencia artifical, el andlisis masivo de datos
y los diferentes mecanismos existentes a dia de hoy es posible
llevar a cabo una interaccién de forma automadtica. Mediante
APIs, es posible gestionar una cartera de criptomonedas y te-
ner un absoluto control sobre los activos propios. Es por ello
que a través de una recopilacion de los diferentes inputs, su
posterior tratamiento y el conjunto de reglas y acciones a to-
mar, se genera un patrén de trabajo que afecta finalmente al
comportamiento del mercado. Dicho funcionamiento pretende
simular el comportamiento humano realizado desde un punto
de vista sistematico por lo que, finalmente, para conocer co-
mo funciona el mercado serfa conveniente utilizar técnicas de
ingenieria inversa.

Al producirse una serie de movimientos, de forma sistema-
tica, el mercado se comporta de manera similar diariamente.
Este mismo comportamiento se detecta al analizar la varia-
cién anual que sufre el precio del Bitcoin donde también se
aprecian patrones similares a fin de afio y principio del afio
siguiente donde se producen subidas muy fuertes acompaiia-
das de fuertes correciones de hasta el 100 % respecto al precio
maximo del periodo.

Otro aspecto fundamental en este tipo de entornos es la en-
trada en el mercado de las diferentes zonas geograficas, don-
de durante el transcurso del dia aqui en Europa se produce la
entrada a frading de otras regiones como Estados Unidos o
China las cudles tienen una cuota de mercado considerable,
sobretodo en el continente asidtico, lo que genera mayores os-
cilaciones en la cotizacion de las monedas.

Ademas de lo anteriormente expuesto, también hay que te-
ner en cuenta que no siempre se pueden utilizar comporta-
mientos pasados para predecir el futuro pues las condiciones
en cada momento son diferentes debido a diferentes factores
como podria ser la aparicién de la regulacion y legislacién por
parte de los diferentes paises.

4. Modelado de datos

Una vez preparado el conjunto de datos, como se ha deta-
Illado en el punto anterior, nos encontramos en disposicion de
utilizar técnicas estadisticas que nos permitan alcanzar el ob-
jetivo propuesto. Los principales modelos que se han tenido
en cuenta son los siguientes:

LSTM (Long Short-Term Memory) [2]
Gradient Boosting Regressor [1]
Gradient Boosting Classifier [1]
Random Forest [1]

Regresion Logistica [1]

Nétese que se incluyen tanto redes neuronales, como mo-
delos regresivos y de clasificacién en funcién de como esté

expresada la variable objetivo, que recordemos que podia re-
presentar un diferencial porcentual respecto al precio predece-
sor o simplemente si en ese instante de tiempo habia subido o
bajado el precio (0 6 1) en funcidén del signo de ese diferencial.

A continuacién se detallan todas las especificaciones utili-
zadas para cada uno de los modelos de datos junto las perti-
nentes consideraciones al respecto.

4.1. LSTM (Long Short-Term Memory)

La estructuracion de la red se ha realizado mediante la uti-
lizacion de dos capas ocultas LSTM con un nimero de 256
neuronas por capa. Se han tenido en cuenta otros valores en
el nimero de neuronas partiendo de las 64 neuronas por capa.
Sin embargo, los mejores resultados se han obtenido con 256
neuronas por capa asumiendo una repercusion directa y 1égica
en el coste computacional. Ademads, se han probado diferentes
configuraciones en cuanto al nimero de capas intermedias. Fi-
nalmente se ha determinado que no habia una mejora evidente.

Por otro lado, tenemos la ventana temporal utilizada sobre
el conjunto de datos donde, como ya es sabido, este tipo de
red tiene un mejor desempefio cuanto mayor es dicha ventana
temporal, ofreciendo resultados mas discretos para ventanas
de tiempo mads cortas. El tamafio temporal 6ptimo encontrado
durante el estudio ha sido de 25 minutos. Por lo que respecta
al optimizador de la red, se han probado diferentes segtin las
especificaciones que ofrece Keras donde se ha determinado
que el que mejor se adapta a la naturaleza del problema es
RSMProp ademas de atender a la recomendacion que incluye
el propio manual.

La funcién de activacion utilizada ha sido tahn, después de
probar la lineal, sigmoidal y combinacién de ambas. En lo
que a numero de iteraciones se refiere hay que destacar que el
modelo convergia alrededor de las 50 y 100 iteraciones.

4.2. Gradient Boosting Regressor

Para el modelo de Gradient Boosting Regressor se ha deter-
minado que la mejor configuracién para el conjunto de datos
es aquella compuesta por un total de 128 estimadores, con pro-
fundidad maxima de 32, un minimo 16 particiones por mues-
tra y un ratio de aprendizaje del 0.05. Para valores més ele-
vados de los parametros mencionados anteriormente, hemos
visto como el modelo tiende al sobreajuste o overfitting.

4.3. Gradient Boosting Classifier

Por lo que se refiere al modelo Gradient Boosting Classi-
fier al igual que para el caso de Gradient Boosting Regressor
se han utilizado diferentes configuraciones de parametros y se
ha determinado que la configuracién mediante la cual se ha
obtenido un mejor desempefio la que se corresponde con un
total de 64 estimadores, con profundidad maxima de 16, un
minimo de 8 particiones por muestra y un ratio de aprendizaje
del 0.001. Para valores mas elevados de ratio de aprendizaje



se producia overfitting, por ello se ha tenido que ajustar prin-
cipalmente dicho parametro.

4.4. Random Forest

Otro de los modelos que se han tenido en cuenta para la cla-
sificacion es el de Random Forest. Mediante la utilizacién de
funciones de optimizacién se ha obtenido que la mejor con-
figuracién es: una profundidad méxima de 7, un minimo de
muestras por hoja de 12 y un minimo de muestras por parti-
cién de 2.

4.5. Regresion Logistica

Es seguramente el modelo mds simple de todos y el que
peor se ajusta a la naturaleza de los datos, pero se ha incluido
para compararlo con aquellos que estdn mas orientados a la
prediccion de indices de mercado.

5. Resultados

Una vez expuestos los diferentes modelos utilizados y sus
respectivas configuraciones, se presentan a continuacién los
resultados obtenidos durante el estudio. Los resultados han si-
do diferenciados por criterio segtin las métricas asociadas al
tipo de modelo:

e Redes neuronales

e Regresion
e Clasificacién

5.1. Criterios de redes neuronales

Neuronas MAE MSE
64 0.4058 0.5067
128 0.3851 0.4866

256 0.3336  0.4388

Cuadro 1: Resultados del ajuste sobre el conjunto de datos de
entrenamiento LSTM.

Del modelo de redes neuronales de tipo LSTM, vemos como
los resultados no son tan 6ptimos como se esperaba pues, los
errores obtenidos no son despreciables. Sin embargo, a medi-
da que se aumenta el niimero de neuronas, tanto el MAE como
el MSE disminuyen. No obstante, la posibilidad de que se pro-
duzca overfitting se incrementa.

5.2. Criterios de regresion

Learning rate  Score ( %) MAE MSE
0.01 57.46 0.000001  0.000343
0.05 83.76 0.000001  0.000251
0.1 83.76 0.000001  0.000251

Cuadro 2: Resultados del ajuste sobre el conjunto de datos de
entrenamiento Gradient Boosting Regressor.

Del modelo Gradient Boosting Regressor vemos como
ofrece un score bastante elevado, pero sus bajos errores, de-
notan un overfitting latente en el ajuste. Si bien es cierto que
para la prediccién sobre el conjunto de test, los resultados son
mejor de lo esperado.

5.3. Criterios de clasificacion

Estimadores Precision (%) Recall FI1-Score
64 88 84 84
128 93 92 92
256 96 95 95

Cuadro 3: Resultados del ajuste sobre el conjunto de entrena-
miento Gradient Boosting Classifier.

En el cuadro 3 vemos las diferentes configuraciones en
cuanto al nimero de estimadores utilizados en las pruebas rea-
lizadas para el entrenamiento del modelo. Observamos que a
medida que se aumenta el nimero de estimadores los resul-
tados mejoran. No obstante, como ya se ha comentado ante-
riormente, el ratio de aprendizaje utilizado es de 0.001 que es
la recomendacién que hacen desde Keras ya que utilizando
otros valores hemos observado que se produce un overfitting
llegando, en algunos casos, al 100 % de precisién. No obstan-
te, vemos que la ganancia entre 128 y 256 no es demasiado
significativa, por lo que en términos de cdmputos y eficiencia
nos interesa utilizar la configuracion de 128 estimadores.

Modelo Precision (%) Recall FI1-Score
Random Forest 77 76 76
Regresion 64 64 64
Logistica

Cuadro 4: Resultados del ajuste sobre el conjunto de entrena-
miento (Clasificacion).

Como podemos observar del cuadro 4, el modelo Random
Forest ofrece unos resultados ligeramente superiores a los que
se han obtenido con la Regresion Logistica que de largo es el
peor modelo de todos. Finalmente, vemos que el modelo con
mejores prestaciones para la clasificacion es Gradient Boos-
ting Classifier.



Nota: Se han realizado pruebas con un modelo adicional y
no mencionado anteriormente: Boosting + Regresién Logisti-
ca el cudl ha ofrecido unos resultados similares a los obtenidos
con el modelo Random Forest, por ello se ha decidido no in-
cluirlo.

6. Conclusiones

Del estudio previamente detallado se deslizan una serie de
conclusiones a destacar. Hemos visto como la alta volatilidad
que padece la cotizacién de las criptomonedas dificulta la ob-
tencién de un modelo estable y que retorne una prediccién lo
mads ajustada posible a la realidad.

Es por ello que la aplicacién de técnicas de feature engi-
neering son de vital importancia para obtener nuevos indices
que aporten informacién adicional e implicita sobre el conjun-
to de datos original. En esa direccion, seria de especial interés
incorporar nuevos indices y conceptos, como por ejemplo el
retroceso de Fibonacci [9] u otros como la Teoria de las On-
das de Elliot [8] para identificar los patrones que se producen
y anticiparlos.

En cuanto al modelado de datos, hay que destacar que el
reducido conjunto de datos del que se disponia a la hora de
realizar el estudio es un factor condicionante. Concretamen-
te, el periodo de recogida de datos fue de diez dias de forma
ininterrumpida acumulando mds de 14.000 muestras en total.
Noétese que es un lapso de tiempo insuficiente pues apenas
cubre un tercio de un mes y, por tanto, no recogerd toda la
variabilidad que seria deseable para el entrenamiento del mo-
delo. Para la obtencién de mejores resultados, seria deseable
que en una futura puesta en produccion del proyecto, hubiese
una retroalimentacién continua en tiempo real a medida que
los datos son almacenados. De esta manera, el modelo de da-
tos tendrfa a su disposicién nuevo conocimiento que permitiria
realizar sucesivos ajustes con el fin de mejorar el rendimiento
del mismo. Aun asi, algunos de los modelos utilizados como
Gradient Boosting Classifier y LSTM han ofrecido unos re-
sultados notables y quedan como propuesta clara para seguir
trabajando en ellos.

No obstante, hay que destacar que seria deseable realizar
una variante sobre la propuesta de modelado de datos inicial
utilizada en el presente estudio, pues mediante la combina-
cién de los diferentes modelos utilizados, a partir de técnicas
conocidas como ensembling, seria posible mejorar los resul-
tados obtenidos durante el estudio. Mediante la combinacién
de modelos es posible abarcar un mayor espacio de hipétesis,
proporcionando asi una mayor flexibilidad y ayudando a su
vez a reducir la posibilidad de obtener un overfitting sobre el
conjunto de entrenamiento cubriendo de esta manera un nu-
mero de casos mayor del que se podria obtener utilizando un
unico modelo.

Por otra parte, una vez profundizado en mayor medida so-
bre el estudio y habiendo obtenido un modelo de datos a partir
del cual poder obtener unos resultados consistentes y fiables,
podria surgir como proyecto anexo, uno en el cual se especifi-

que un sistema apoyado por inteligencia artificial que sea ca-
paz de administrar y gestionar una cartera de criptomonedas,
ademds de realizar operaciones de compra - venta de manera
auténoma en base a los futuros valores de cotizacion del Bit-
coin, por ejemplo. Sin embargo, cabe destacar que surge una
casuistica nueva debido a las comisiones que se generan a la
hora de realizar operaciones. Es por ello que, sobre el conjun-
to de reglas y acciones a tener en cuenta se deberia afiadir la
casuistica generada por la comisién que supone la operacién
en cuestion y comprobar la viabilidad de la operacién para no
incurrir en pérdidas.

Desde el punto de vista comercial, se podria ofrecer como
producto un dashboard, también conocido como cuadro de
mandos, mediante el cual ofrecer informacion detallada sobre
el estado del mercado, entorno a una criptomoneda o cripto-
monedas, que facilite la toma de decisiones a partir de predic-
ciones e indicadores de compra - venta. Inclusive, yendo méis
all4, se podria desarrollar una plataforma que funcionase co-
mo gestor de carteras de manera que se permitiese el control
centralizado desde una herramienta tnica y sobre la que poder
operar mediante llamadas a APIs.

Ademads, hay que destacar que la realizacién de un estu-
dio de mercado de una forma mds exhaustiva permitiria am-
pliar la base de conocimiento a la hora de modelar y operar.
Una via para ello seria mediante la aplicacion de técnicas de
ingenierfa inversa a partir de las cudles poder determinar el
comportamiento y conocer el funcionamiento de los sistemas
inteligentes a manos de grandes inversores que son, en ultima
instancia, los que terminan modificando el estado en el que se
encuentra el mercado.

Gracias a la estructura de APIs que se encuentran dispo-
nibles a dia de hoy de los diferentes exchanges, es posible
analizar un espectro de indicadores muy amplio, entre los que
se incluyen los umbrales de cotizacién sobre los que existen
operaciones de compra / venta programada por los inversores.
De esta forma, es posible comprobar la cantidad de capital que
hay de entrada / salida en funcidn de la cotizacién que alcance
la criptomoneda.

Apéndice A. Modelo de negocio

Como se ha comentado anteriormente, el desarrollo de una
aplicacién que centralice la gestion de carteras y la prediccion
del los diferentes activos del mercado tiene un claro interés
comercial. A continuacidn se detalla de forma muy directa el
andlisis realizado a partir del modelo Canvas que permite eva-
luar los puntos clave de un proyecto en el &mbito empresarial.
A partir de la figura 5, destacaremos los puntos mds relevantes
del andlisis:

e Propuesta de valor
Segmentos de mercado
Socios clave

Fuente de ingresos
Estructura de costes
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Figura 5: Modelo Canvas del proyecto.

Apéndice A.1. Propuesta de valor

La propuesta de valor estd basada en la prevision de la coti-
zacion de la moneda, un sistema de recomendaciones en base
a la prevision de la cotizacién y situacion de la cartera. Ade-
mds de ofrecer un seguimiento histérico de la rentabilidad de
la misma. Partiendo de los puntos referenciados anteriormente
serfa interesante dotar de inteligencia artificial al sistema para
ofrecer un servicio premium mediante el que se automatice el
proceso de gestion.

Apéndice A.2. Segmentos de mercado

Los segmentos de mercado estdn divididos en dos grupos
claramente diferenciados: personas con nivel adquisitivo bajo
y medio, y los grandes inversores. Por ello, la oferta de servi-
cios deberd ser diferenciadora para ajustarse a las necesidades
de cada uno de ellos.

Apéndice A.3. Socios clave

Los socios clave principalmente serdn las diferentes casas
de intercambio que trabajan con criptodivisas: Binance, Bit-
trex, Coinbase, Okex.

Apéndice A.4. Fuente de ingresos

En el punto de segmentos de mercado se habia anticipado
que las principales fuentes de ingresos vienen definidas por
el sistema de suscripciones (Pay-Per-Service) y la publicidad
incluida en la plataforma.

Apéndice A.5. Estructura de costes

La estructura de costes estd marcada por el mantenimien-
to habitual en cualquier proyecto de dmbito tecnoldgico, el
asesoramiento de imagen para crear el concepto de marca y
la escalabilidad del niimero de usuarios para hacer frente a la
potencial demanda creciente.
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