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Resum 
 

La intel·ligència artificial (IA) està de cada vegada més present en tot els àmbits de la ciència. 

En el cas de ƭΩŜŎƻƭƻƎƛŀ, la seva utilització ha suposat una gran millora en els darrers cinc anys, 

en ƭΩƻōǘŜƴŎƛƽ ŘŜ ŘŀŘŜǎ dΩŀōǳƴŘŁƴŎƛŀ ƛ ŘƛǾŜǊǎƛǘŀǘ ŘΩŜǎǇŝŎƛŜǎ ŀƳō ƭΩƻōjectiu de millorar-ne la 

seva conservació. En aquest treball ǎΩƘŀ ŘŜǎŜƴǾƻƭǳǇŀǘ un algoritme de Deep Learning (branca 

del entrenament de les màquines de la IA) pel seguiment automàtic de poblacions de peixos 

en el medi marí utilitzant càmeres submarines. El nostre cas ŘΩŜǎǘǳŘƛ es centra en el raor 

(Xyrichtys novacula), ǳƴŀ ŜǎǇŝŎƛŜ ŘΩŀƭǘ ƛƴǘŜǊŝǎ ǇŜǎǉǳŜǊ per les Illes Balears del qual és 

necessari millorar-ne el seu seguiment. Per aconseguir-ho, vàrem entrenar tres versions de la 

xarxa de Deep learning anomenada Faster R-CNN amb la funció de detecció automàtica i no 

supervisada del raor: una sense augmentació i dƻǎ ƭƭƛƴŘŀǊǎ ŘΩŀǳƎƳŜƴǘŀŎƛƽ ǇŜǊ ǘŀƭ ŘΩƻōǎŜǊǾŀǊ 

ǉǳƛƴŀ ǇƻŘǊƛŀ ŘƻƴŀǊ ƳƛƭƭƻǊǎ ǊŜǎǳƭǘŀǘǎΦ 5ŜǎǇǊŞǎ ŘΩǳƴŀ ǾŀƭƛŘŀŎƛƽ ƻƴ Ŝǎ ŎƻƳǇŀǊŀǾŀ ƭŀ ŎƭŀǎǎƛŦƛŎŀŎƛƽ 

de les diferents versions de la xarxa amb una classificació feta visualment, vàrem observar que 

ƭŀ ȄŀǊȄŀ ŀƳō ƳŀƧƻǊ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ Ŧƻǳ ƭŀ ȄŀǊȄŀ ǎŜƴǎŜ ŀǳƎƳŜƴǘŀŎƛƽ ŀƳō una taxa del 

74% en la detecció del raor. Aquest resultat suggereix que el nostre algoritme basat en la xarxa 

Faster R-CNN és una eina prometedora per automatitzar el seguiment de les poblacions de 

raors de les Illes Balears i contribuir així a la seva gestió i conservació. Aquest treball, a més, 

estableix les bases per la millora de ƭΩalgoritme i fer-lo extensible a altres espècies de peixos 

de les Illes Balears o fins i tot terrestres, ŀƳō ƭΩƻōƧŜŎǘƛǳ ŘŜ ŘƛǎǎŜƴȅŀǊ ŜǎǘǊŀǘŝƎƛŜǎ ŘŜ ǎŜƎǳƛƳŜƴǘ 

automàtic  de la biodiversitat mitjançant la IA.  

Abstract 
 

The use of Artificial intelligence (AI) is growingin all areas of science. In the case of ecology, 

the use of AI has increased exponentially in the last five years, mainly to generate and analyze 

massive data sets of abundance and diversity of species. In this work, a Deep Learning 

algorithm (as a branch of AI) has been developed for the automatic monitoring of fish 

populations in the marine environment using underwater cameras. Our case study focuses on 

the raor (Xyrichtys novacula), a species of high fishing interest in the Balearic Islands whose 

monitoring needs to be improved. To achieve this, we have trained three versions of the Deep 
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learning network called Faster R-CNN with the function of automatic and unsupervised 

detection of fish: one without augmentation and two more with two augmentation thresholds 

in order to observe which could give the best results. After a validation, we have observed 

that the network with the highest percentage of success was the network without increase 

with a rate of 74% in the detection of the raor. This result suggests that our algorithm based 

on the Faster R-CNN network is a promising tool to automate the monitoring of the raor 

populations of the Balearic Islands, and thus contribute to their management and 

conservation. This work also establishes the basis for improving the algorithm and making it 

extensible to other fish species in the Balearic Islands or even terrestrial, with the aim of 

designing strategies for automatic monitoring of biodiversity through AI. 

1 Introducció 

 

La pesca recreativa és una activitat pesquera no professional, on es pesquen una sèrie 

ŘΩƻǊƎŀƴƛǎƳŜǎ ƳŀǊƛƴǎΣ Ŝƴ ƎŜƴŜǊŀƭ ǇŜƛȄƻǎΣ ŀƳō ǳƴǎ Ŧƛƴǎ ŘΩŜsbarjo, esport o en ocasions turisme 

(Arlinghaus et al., 2019). A les Illes Balears, aquesta ŀŎǘƛǾƛǘŀǘ ŘΩŜǎōŀǊƧƻ és practicada entorn 

del 5-10% de la població, oferint multitud de beneficis psicològics, socials i econòmics als 

ciutadans de les illes (Alós et al., 2016; Morales-Nin et al., 2005). La pesca recreativa és una 

pesca sense ànim de lucre, sent la seva principal motivació gaudir de la natura. A causa del 

notable creixement a escala ƳǳƴŘƛŀƭΣ ƴŀŎƛƻƴŀƭ ƛ ƭƻŎŀƭ ŘΩŀǉǳŜǎǘŀ ŀŎǘƛǾƛǘŀǘ, estudis recents han 

demostrat que de vegades la pesca recreativa explota els recursos marins a nivells que no 

poden ser menyspreats, requerint plans específics per la seva gestió per fer de la pesca 

recreativa una activitat sostenible (Cabanellas-Reboredo et al., 2016; Font & Lloret, 2014). 

A una àmplia zona del litoral mallorquí es permet la pràctica de la pesca recreativa 

existint zones on aquesta està regulada principalment ŀ ǘǊŀǾŞǎ ŘΩÀrees Marines Protegides 

(AMP) (Figura 1). Per exemple, Alós et al. (2016) ha estimat recentment que la ràtio 

ŘΩŜȄǇƭƻǘŀŎƛƽ ŀƴǳŀƭ ŘŜl raor, Xyrichtys novacula όǳƴŀ ŜǎǇŝŎƛŜ ŘŜ ǇŜƛȄ ŘΩŀƭǘ ǾŀƭƻǊ ŜŎƻƴƼƳƛŎύ ŀ 

una AMP de les Illes Balears éǎ ŘŜƭ рр҈Σ ǎǳƎƎŜǊƛƴǘ ǳƴŀ ǊŜŘǳŎŎƛƽ ŘŜ ƭŀ ǇƻōƭŀŎƛƽ ŘΩŀǉǳŜǎǘŀ 

espècie de fins al 45% per la pesca recreativa. Les zones on es practica la pesca recreativa, així 

com altres activitats recreatives, inclou zones de la Xarxa Natura 2000 (Tsiafouli et al., 2013). 

La Xarxa Natura 2000 éǎ ǳƴŀ ȄŀǊȄŀ ŜŎƻƭƼƎƛŎŀ ŜǳǊƻǇŜŀ ŘΩŁǊŜes de conservació de la 
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biodiversitat que Ŏƻƴǎǘŀ ŘΩǳƴŀ ǎŝǊƛŜ ŘΩŁǊŜŜǎ ŜǎǇŜŎƛŀƭǎΥ ½ƻƴŜǎ 9ǎǇŜŎƛŀƭǎ ŘŜ /ƻƴǎŜǊǾŀŎƛƽ ό½9/ύ 

ŜǎǘŀōƭƛŘŜǎ ŘΩŀŎƻǊŘ ŀƳō ƭŀ 5ƛǊŜŎǘƛǾŀ dΩƘŁōƛǘŀǘ i ½ƻƴŜǎ ŘΩ9ǎǇŜŎƛŀƭ tǊƻǘŜŎŎƛƽ ǇŜǊ Aus (ZEPA). La 

seva finalitat és assegurar la supervivència a llarg termini de les espècies i tipus dΩƘŁōƛǘŀǘǎ 

ŀǊǊŜǳ ŘΩ9ǳǊƻǇŀ ƛ ŀƛȄƝ ŀǘǳǊŀǊ ƭŀ ǇŝǊŘǳŀ ŘŜ ōƛƻŘƛǾŜǊǎƛǘŀǘ (Evans, 2012). La Xarxa Natura 2000 és 

el principal instrument per a la conservació de la naturalesa a la Unió Europea (Blicharska et 

al., 2016). 

Monitoritzar la pesca recreativa, així com el de qualsevol activitat recreativa que és 

realitza dintre de la Xarxa Natura 2000 és fonamental per poder complir amb els seus objectius 

de conǎŜǊǾŀŎƛƽ ŘΩŀǉǳŜǎǘŀ ŦƛƎǳǊŀ ŘŜ ǇǊƻǘŜŎŎƛƽ (Balaguer et al., 2011; Farías Torbidoni, 2011). 

No només per la Xarxa Natura 2000 és important monitoritzar la pesca recreativa per garantir 

la seva sostenibilitat, sinó ǉǳŜ ƭŀ tƻƭƝǘƛŎŀ tŜǎǉǳŜǊŀ /ƻƳǵ όtt/ύ  Ŏƛǘŀ ǘŜȄǘǳŀƭƳŜƴǘ ǉǳŜΤ άDonat 

que la pesca recreativa pot tenir un impacte significatiu en els recursos pesquers, els Estats 

membres deuen assegurar que es realitza de forma compatible amb els objectius de la política 

pesquera comúέ (Reglament UE Nº1224/2009) (EUR-Lex - 32009R1224 - EN - EUR-Lex, 2009). 

Per aquest motiu en el seu Art. 55 (Zeller et al., 2008) estableix que els seus estats membres 

han dΩassegurar-se del control i vigilància de la pesca recreativa i del monitoreig de la salut de 

ƭŜǎ ǇƻōƭŀŎƛƻƴǎ ŘΩŜǎǇŝŎƛŜǎ ƻōƧŜŎǘƛǳ Ŝƴ Ŝƭ ǎŜǳ ǘŜǊǊƛǘƻǊƛ ƛ ŀ les seves aigües comunitàries (Holden 

& Garrod, 1996). És per tant fonamental dissenyar estratègies de seguiment de la pesca 

recreativa tant per establir estratègies de conservació de la biodiversitat, com per assegurar 

Ŝƭ ŦǳǘǳǊ ŘΩǳƴŀ ŀŎǘƛǾƛǘŀǘ ǉǳŜ ŀǇƻǊǘŀ ǳƴ ŜƭŜǾŀǘ ǾŀƭƻǊ ǎƻŎƛŀƭ ŀ ƭŜǎ LƭƭŜǎ .ŀƭŜŀǊǎΦ 

 

Figura 1. Àrees Marines Protegides (AMP) de les Illes Balears, on trobem a Menorca la Reserva marina del nord 

de MenƻǊŎŀ ƛ ƭŀ wŜǎŜǊǾŀ ƳŀǊƛƴŀ ŘŜ ƭΩLƭƭŀ ŘŜ ƭΩŀƛǊŜΦ ! aŀƭƭƻǊŎŀΤ ƭŀ wŜǎŜǊǾŀ ƳŀǊƛƴŀ ŘŜƭ ƭƭŜǾŀƴǘ ŘŜ aŀƭƭƻǊŎŀΣ ƭŀ 
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wŜǎŜǊǾŀ ƳŀǊƛƴŀ ŘŜƭ CǊŜǳ ŘŜ ǎŀ 5ǊŀƎƻƴŜǊŀΣ ƭŀ wŜǎŜǊǾŀ ƳŀǊƛƴŀ ŘŜ ƭŜǎ LƭƭŜǎ aŀƭƎǊŀǘǎΣ ƭŀ wŜǎŜǊǾŀ ƳŀǊƛƴŀ ŘŜ ƭΩLƭƭŀ ŘŜƭ 

Toro, La reserva marina de la Badia de Palma i la Reserva Marina del Migjorn de Mallorca. A Eivissa i 

Formentera trobem la Reserva marina nord-Ŝǎǘ ŘΩ9ƛǾƛǎǎŀ ƛ ¢ŀƎƻƳŀƎƻΣ ƭŀ wŜǎŜǊǾŀ ƳŀǊƛƴŀ ŘŜƭǎ CǊŜǳǎ ŘΩ9ƛǾƛǎǎŀ ƛ 

Formentera i la Reserva marina de la punta de la creu. Totes elles formen part de la Xarxa Autonatura2000 (Les 

Reserves Marines a Les Illes Balears-Les Reserves Marines a Les Illes Balears, 2019). 

Malauradament la recopilació i la gestió de dades procedents de la pesca recreativa és 

una qüestió extremadament complexa (Ryan et al., 2016; Zeller et al., 2008). La gran magnitud 

ǎƻŎƛŀƭ ŘŜ ƭŀ ǇŜǎŎŀ ǊŜŎǊŜŀǘƛǾŀΣ ƭΩŜƭŜǾŀŘŀ ƘŜǘŜǊƻƎŜƴŜƠǘŀǘΣ ƭŜǎ ŘƛŦƛŎǳƭǘŀǘǎ ŘŜƭ ǎŜǳ ŎƻƴǘǊƻƭ ƛ ŘŜƭ 

monitoreig espacial, fa que sigui uns dels majors reptes de la PPC i de la gestió de les 

pesqueries a escala global (Arlinghaus et al., 2019). Una de les grans necessitats per poder 

aconseguir aquests objectius seria desenvolupar noves estratègies i metodologies per la 

caracterització i ƭΩŀǾŀƭǳŀŎƛƽ ŘŜ ƭŀ ǇŜǎŎŀ ǊŜŎǊŜŀǘƛǾŀ ŀ escala europea. Malgrat els esforços de la 

ŎƻƳǳƴƛǘŀǘ ŎƛŜƴǘƝŦƛŎŀΣ Ŝƴ ƳƻƭǘŜǎ ƻŎŀǎƛƻƴǎ ǊŜŎƻƭȊŀŘŜǎ ǇŜǊ ƭΩŀŘƳƛƴƛǎǘǊŀŎƛƽ ƭƻŎŀƭΣ ǇŜǊ ƳƛƭƭƻǊŀǊ ƭŀ 

recopilació y gestió de dades procedents de la pesca recreativa, aquest procés segueix sent 

uns dels majors reptes a nivell ciŜƴǘƝŦƛŎ ǇŜǊ ŀ ƭΩŀǇƭƛŎŀŎƛƽ ŘŜ ƭŀ tt/Φ El repte és especialment 

complex pel que fa a la monitorització de les poblacions de peixos explotats per la pesca 

ǊŜŎǊŜŀǘƛǾŀ όōƛƻƳŀǎǎŀΣ ƴƻƳōǊŜ ŘΩƛƴŘƛǾƛŘǳǎ ŘƛǎǘǊƛōǳŎƛƽ ŘŜ ǘŀlles, diversitat ŘΩŜǎǇŝŎƛŜǎ...) a causa 

de ƭΩŀbsència de sistemes automàtics de monitoreig a curt i a llarg termini (Post et al., 2011). 

Obtenir aquest tipus de dades de les poblacions de peixos és un aspecte clau per aconseguir 

els objectius del Fons Europeu Marítim de Pesca (FEMP) i de la PPC per aconseguir una 

activitat pesquera socialment i mediambientalment sostenible, així com per garantir el 

manteniment i potenciació de la biodiversitat i els serveis ecosistèmics en la Xarxa Natura 

2000.  

 Fins fa només uns anys ƭΩǵƴƛŎŀ ƳŀƴŜǊŀ ŘΩƻōǘŜƴƛǊ ŀǉǳŜǎǘ ǘƛǇǳǎ ŘŜ ŘŀŘŜǎ ŜǊŀ ŀƳō 

censos visuals amb escafandre autònom (Abelson & Shlesinger Abelson, 2002; Naga et al., 

1994.) metodologia que resulta poc cost-efectiva, ja que es requereix una infraestructura 

important pel volum de dades que podies arribar a obtenir (Brock, 1982). Un altre 

inconvenient és ƭŀ ǇŜǊǘƻǊōŀŎƛƽ ŘŜ ƭΩŜŎƻǎƛǎǘŜƳŀ ǇŜǊ ǇŀǊǘ ŘŜƭ ƳƻǎǘǊŜƧŀŘƻǊ, ja que les espècies 

objectiu poden alterar el seu comportament per la seva presencia (Edgar et al., 2004). Amb 

ƭΩŀǇŀǊƛŎƛƽ ŘŜ ƭŜǎ ǇǊƛƳŜǊŜǎ ŎŁƳŜǊŜǎ ǎǳōƳŀǊƛnes i la seva utilització per primera vegada en 

ŜŎƻƭƻƎƛŀ ƳŀǊƛƴŀ ƭΩŀƴȅ мфрл  (Barnes, 1952)  es va trobar una nova eina de treball digital dins 

aquesta disciplina. En els anys 60,  es van desenvolupar diferents sistemes que eren capaços 
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ŘΩŜƴǊŜƎƛǎǘǊŀǊ ŀ  ƭŀ  ŎƻƭǳƳƴŀ ŘΩŀƛƎǳŀ ŘŜǎ ŘŜ ƭŀ ǎǳǇŜǊŦƝŎƛŜ ŀƭ Ŧƻƴǎ amb una càmera que recorria 

uns raïls i que anava enregistrant contínuament (Lafond, 1961). Un altre sistema que va sorgir 

fou el Baited Remote Underwater Video que consisteix en posar una o dues càmeres davant 

un esquer atraient per les espècies de peixos objectiu, a una distància entre 0.5 i 1.5 metres 

(Ellis & DeMartini, 1995; Heagney et al., 2007; Willis & Babcock, 2000) (Figura 2). 

 

 

Figura 2. A la part superior mostra ƭΩŜstructura de les Baited Remote Underwater Video Cameras on es van 

enregistrar els vídeos ǇŜǊ ŀ ƭΩŜȄǇŜǊƛƳŜƴǘΦ La figura inferior podem veure el plànol del fons marí obtingut amb la 

càmera, i podem identificar un exemplar de raor. 

 El seguiment de la pesca en general i de les poblŀŎƛƻƴǎ ŘŜ ǇŜƛȄƻǎ ŜȄǇƭƻǘŀŘŜǎ ǎΩƘŀ Ǿƛǎǘ 

ǊŜŎŜƴǘƳŜƴǘ ōŜƴŜŦƛŎƛŀǘ ǇŜǊ ŀǉǳŜǎǘǎ ŀǾŀƴœƻǎ ǘŜŎƴƻƭƼƎƛŎǎ ōŀǎŀǘǎ ŀƳō ƭΩŀŘǉǳƛǎƛŎƛƽ i anàlisi 

ŘΩƛƳŀǘƎŜǎ ƛ ǾƝŘŜƻǎ ŘΩŀƭǘŀ ŘŜŦƛƴƛŎƛƽ (Álvarez-Ellacuría et al., 2019). La utilització de càmeres 

submarines ens permet monitoritzar les poblacions de peixos amb objectius de sostenibilitat 

pesquera, facilitant ǘŀƳōŞ ǇŜǊ ƭΩŀǇŀǊƛŎƛƽ ƛ ŀōŀǊŀǘƛƳŜƴǘ ŘŜ ŎŁƳŜǊŜǎ ŘΩŀŎŎƛƽ ŘŜ ǘƛǇǳǎ go-pro, ha 

motivat la generació de gran quantitat de material audiovisual. Aquesta adquisició de grans 

quanǘƛǘŀǘǎ ŘΩƛƳŀǘƎŜǎ ŘŜ ǇŜƛȄƻǎ ŦŀŎƛƭƛǘŀ Ƴƻƭǘ ƭΩŀǇǊŜƴŜƴǘŀǘƎŜ ŘŜ Ƴàquines (Machine learning) 

que permet, ǳƴŀ ǾŜƎŀŘŀ άŜƴǘǊŜƴŀtέ, als ordinadors classificar automàticament peixos per 
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ƻōǘŜƴƛǊ ŘŀŘŜǎ ŎƻƳ ƭΩŀōǳƴŘŁƴŎƛŀ ƻ ƭŀ ƳƛŘŀ ŀ ǘǊŀǾŞǎ ŘŜ ƭΩŀƴŁƭƛǎƛ ŘΩƛƳŀǘƎŜǎ (Marini et al., 2018; 

Siddiqui et al., 2018). Aquest fenomen Ƙŀ ǇŜǊƳŝǎ ŀǳƎƳŜƴǘŀǊ ŎƻƴǎƛŘŜǊŀōƭŜƳŜƴǘ ƭΩŜǎŦƻǊœ ŘŜ 

mostreig, ja que permet mesurar de manera automàtica i no supervisada les poblacions de 

ǇŜƛȄƻǎ ƳŀǊƛƴǎΦ 5ƛƴǘǊŜ ŘΩŀǉǳŜǎǘ Ŏŀmp en els últims anys el Deep Learning (DL) està generant 

una revolució pel seu gran grau de precisió i classificació. 

El DL  ha irromput en la vida quotidiana i en moltes disciplines científiques (Goodfellow 

et al., 2016). Aquesta eina analítica aporta un alt rendiment i flexibilitat per a infinitat de 

processos com per exemple la construcció de vehicles autònoms. Els dos fets principals que 

donen el gran potencial al DL per resoldre problemes quotidians són: i) la era big data en la 

qual vivim ƻƴ ŘƛǎǇƻǎŜƳ ŘΩǳƴŀ ƎǊŀƴ ŎŀǇŀŎƛǘŀǘ ŘΩƛƴŦƻǊƳŀŎƛƽ όŎƻƳ Ŝƴ Ŝƭ Ŏŀǎ ŘŜ ōƻƻƳ ŘŜ ƭΩǵǎ ŘŜ 

les càmeres per monitoritzar poblacions de peixos) i ii) un augment potent de la capacitat 

informàtica dels equips en què es fa feina (M. W. Mathis & Mathis, 2020). Inicialment el DL es 

ǘǊƻōŀǾŀ ŘŜ ŦƻǊƳŀ ŜǎǇƻǊŁŘƛŎŀ Ŝƴ ƭŀ ŘƛǎŎƛǇƭƛƴŀ ŘŜ ƭΩŜŎƻƭƻgia, però en els darrers cinc anys 

ƭΩŀǇƭƛŎŀŎƛƽ ŘŜƭ 5[ ŀ ŜŎƻƭƻƎƛŀ ha tingut un creixement exponencial (Christin et al., 2019). {ΩƘŀ 

ǳǘƛƭƛǘȊŀǘ Ŝƴ ŜǎǘǳŘƛǎ Ƴƻƭǘ ŘƛŦŜǊŜƴǘǎ ŎƻƳ ǇŜǊ ŀ ƭŀ ƛŘŜƴǘƛŦƛŎŀŎƛƽ ŘΩƛƳŀǘƎŜǎ ƛ ŎƭŀǎǎƛŦƛŎŀŎƛƽΣ 

estimacions de densitat i diversitat, conservació ambiental, recursos de gestió i estimacions 

de la mida ŘŜ ƭΩŀƴƛƳŀƭ (Humphries et al., 2018). Cal destacar que éǎ ǇƻǎǎƛōƭŜ ƭΩǵǎ ŘΩŀǉǳŜǎǘŀ 

eina tant al laboratori com al camp obtenint una gran quantitat de dades de forma automàtica. 

Durant els darrers anys, aquesta eina està sent molt utilitzada en ecologia del comportament 

per totes els avantatges anteriorment esmentats, i pel fet que permet generar dades massives 

de comportament ǎŜƴǎŜ ƎŀƛǊŜōŞ ŜǎŦƻǊœ ǇŜǊ ǇŀǊǘ ŘŜ ƭΩƛƴǾŜǎǘƛƎŀŘƻǊ (Owens & Rennison, 2017). 

 Aquest treball té com a objectiu estendre ƭŜǎ ŀǇƭƛŎŀŎƛƻƴǎ ŘŜƭ 5[ Ŝƴ ƭΩŜŎƻƭƻƎƛŀ 

mitjançant el  desenvolupament i ƭŀ ǾŀƭƛŘŀŎƛƽ ŘΩǳƴ ǎƛǎǘŜƳŀ ŘŜ ǎŜƎǳƛƳŜƴǘ ŀǳǘƻƳŁǘƛŎ ŘΩŜǎǇŝŎƛŜǎ 

ŜȄǇƭƻǘŀŘŜǎ ǇŜǊ ƭŀ ǇŜǎŎŀ ǊŜŎǊŜŀǘƛǾŀ ŀ ƭŀ ·ŀǊȄŀ bŀǘǳǊŀ нллл ƳŀǊƛƴŀ ǳǘƛƭƛǘȊŀƴǘ ŎŁƳŜǊŜǎ ŘΩŀƭǘŀ 

ŘŜŦƛƴƛŎƛƽ ƛ ǳƴ ŀƭƎƻǊƛǘƳŜ ŘΩƛƴǘŜƭϊƭƛƎŝƴŎƛŀ ŀǊǘƛŦƛŎƛŀƭ de 5[Φ [ΩƻōƧŜŎǘƛǳ específic ŘΩŀǉǳŜǎǘ ǘǊŜōŀƭƭ és 

crear una xarxa neuronal artificial (DL) que ens permeti detectar i identificar de manera 

automàtica espècies de peixos marins explotats per la pesca recreativa utilitzant càmeres 

submarines per a obtenir de manera no-ǎǳǇŜǊǾƛǎŀŘŀ ŜǎǘƛƳŜǎ ŘŜ ŘŜƴǎƛǘŀǘ ŘΩƛƴŘƛǾƛŘus dintre de 

la Xarxa bŀǘǳǊŀ нлллΦ tŜǊ ƭΩŜǎǘǳŘƛ Ŝƴǎ ƘŜƳ ŎŜƴǘǊŀǘ Ŝƴ Ŝƭ Ŏŀǎ ŘŜ ƭŜǎ ǇƻōƭŀŎƛƻƴǎ ŘŜ ǊŀƻǊǎΣ 

Xyrichthys novacula ς lΩespècie més preuada de la pesca recreativa a les Illes Balears (Alós et 

al., 2016). La informació generada de manera automàtica per la nova metodologia permetrà 
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ŎƻƴŝƛȄŜǊ ƭΩŜǎǘŀǘ ŘŜ ƭŜǎ ǇƻōƭŀŎƛƻƴǎ ŘŜ ƭŜǎ LƭƭŜǎ ƛ ƎŜƴŜǊŀǊ ǘƻǘ ǳƴ ŎƻƴƧǳƴǘ ŘΩƛƴŦƻǊƳŀŎƛƽ ƴŜŎŜǎǎŁǊƛŀ 

per poder assolir els objectius de sostenibilitat impulsats per la PPC i lΩefectivitat de la Xarxa 

Natura 2000. 

2 Material i mètodes 

 

 El DL aplicat al seguiment de les poblacions de peixos es basa en un algoritme 

ŘΩŀƴŁƭƛǎƛ ŘΩƛƳŀǘƎŜǎ όuna xarxa neuronal artificial) ǉǳŜ ƛƳƛǘŀ ƭŀ ƛƴǘŜǊŀŎŎƛƽ ŘΩǳƴŀ ȄŀǊȄŀ ƴŜǳǊƻƴŀƭ 

del cervell humà i que ens permet dur a terme diverses funcions, en el nostre cas identificar i 

classificar un peix de manera automàticaΦ 9ƭ ǎƛǎǘŜƳŀ ƛƴǘŜƴǘŀ ǎƛƳǳƭŀǊ Ŝƭ ǇǊƻŎŞǎ ŘΩǳƴŀ ȄŀǊȄŀ 

ƴŜǳǊƻƴŀƭ ŘΩǳƴ ŎŜǊǾŜƭƭ ƘǳƳŁ Ŝƴ ǇŜǊƝƻŘŜ ŘΩŀǇǊŜƴŜƴǘŀǘƎŜ (A. Mathis et al., 2018). Una neurona 

artificial és una funció matemàtica (algoritme) que ǎΩŀƭƛƳŜƴǘŀ ŘΩuna o més entrades i la seva 

ǎǳƳŀ ǇǊƻŘǳŜƛȄ ǳƴŀ ǎƻǊǘƛŘŀ ŘΩƛƴŦƻǊƳŀŎƛƽ ŎŀǇ ŀ ǳƴŀ ŀƭǘǊŜ ƴŜǳǊƻƴŀ a través de capes. Les 

connexions entre neurones són transportades per inputs, els quals son valors numèrics que 

influeixen en la transmissió de la informació. Aquests inputs fan ǉǳŜ ƭΩŀƭƎƻǊƛǘƳŜ ǊŜŎƻǇƛƭƛ 

aquesta informació i pugui άaprendreέ ŘŜΣ per exemple, imatges etiquetades de peixos ja 

classificatsΦ vǳŀƴ ǳƴŀ ŘΩŀǉǳŜǎǘŜǎ ȄŀǊȄŜǎ ŀǇǊŝƴΣ ŎŜǊŎŀ ǳƴ ŎŜǊǘ ŎƻƴƧǳƴǘ ŘΩƛƴǇǳǘǎ ǉǳŜ ƭƛ ǇŜǊƳŜǘ 

realitzar una funció específica, en el nostre cas classificar i identificar espècies de peixos 

marinsΦ 9ƴ Ŝƭ ŎƻƴǘŜȄǘ ŘΩŀǉǳŜǎǘ ǘǊŜōŀƭƭΣ ǳƴŀ ŜƴǘǊŀŘŀ όǳƴŀ ƛƳŀǘƎŜύ ǎΩŀƴŀƭƛǘȊŀ ŀ ǘǊŀǾŞǎ ŘŜ ŘƛŦŜǊŜƴǘs 

capes neuronals y genera una capa de sortida que prediu si trobem un peix o no, i de quina 

espècie es tracta (en Ŝƭ ƴƻǎǘǊŜ Ŏŀǎ ǳƴ ǊŀƻǊύΦ !Ƴō Ŝƭ ŘŜǎŜƴǾƻƭǳǇŀƳŜƴǘ ŘΩŀǉǳŜǎǘŀ Ŝƛƴŀ ŘŜ 5[Σ Ŝǎ 

pretén convertir el monitoreig de les poblacions de peixos en un procés automàtic i sense 

supervisió humana. 

2.1 hōǘŜƴŎƛƽ ŘΩƛƳŀǘƎŜǎ ŀƳō ŎŁƳŜǊŜǎ ŀƳō ŜǎǉǳŜǊ ǎǳōƳŀǊƛƴŜǎ 

!Ƴō ƭΩƻōƧŜŎǘƛǳ ŘŜ ƎŜƴerar un algoritme de DL per classificar de manera automàtica 

ǇŜƛȄƻǎ ƳŀǊƛƴǎ ǳǘƛƭƛǘȊŀƴǘ ŎŁƳŜǊŜǎ ǎǳōƳŀǊƛƴŜǎΣ Ŝƭ ǇǊƛƳŜǊ Ǉǳƴǘ Şǎ ƭŀ ǊŜŎƻǇƛƭŀŎƛƽ ŘΩƛmatges per 

ŜƴǘǊŜƴŀǊ ƭΩŀƭƎƻǊƛǘƳŜΦ Des de ƭΩŀƴȅ нлмм Ŝƭ GǊǳǇ ŘΩ9ŎƻƭƻƎƛŀ de Peixos ŘŜ ƭΩLa959! ό¦L.-CSIC) 

utilitza càmeres de vídeo submarines amb esquer (Baited cameras) per obtenir dades sobre 

la distribució i concentració de peixos vulnerables per a la pesca recreativa. Les càmeres estan 

compostes per una estructura metàl·lica on trobem una càmera amb una carcassa 

subaquàtica i un màstil metàl·lic on es troba una xarxa on es diposita ƭΩŜǎǉǳŜǊ ǇŜǊ ŀǘǊŜǳǊŜ els 
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peixos dels voltants (Figura 2 i 3). Amb aquesta ŜǎǘǊǳŎǘǳǊŀ ƭΩŜǎǉǳŜǊ ǉǳŜŘŀ ǾƛǎƛōƭŜ Ŝƴ ǘƻǘ 

moment en el marc de la gravació de la càmera, de manera que els peixos se senten atrets per 

ƭΩƻƭƻǊ ƛ ƭŀ Ǿƛǎǘŀ ŘŜ ƭΩŜǎǉǳŜǊ i ŘΩŀǉǳŜǎǘŀ ƳŀƴŜǊŀ Ŝǎ poden quantificar. Aquest mètode és un 

mètode no invasiu que permet geƴŜǊŀǊ ŘŀŘŜǎ ŎƻƳ ƝƴŘŜȄ ŘΩŀōǳƴŘŁƴŎƛŀ ǊŜƭŀǘƛǾŀ i diversitat dels 

peixos amb poques pertorbacions al seu medi natural (Alós et al., 2016). 

 

Figura 3Φ tŜƛȄƻǎ ŘŜ ƭΩŜǎǇŝŎƛŜ Balistes carolinensis ŀǘǊŜǘǎ ǇŜǊ ƭΩŜǎǉǳŜǊ ƛ ŜƴǊŜƎƛǎǘǊŀǘǎ ǇŜǊ una càmera submarina 

típica per avaluar la densitat de peixos dintre de la Xarxa Natura 2000. 

Amb la col·lecció dels vídeos obtinguts entre els anys 2011 i 201ф ǇŜƭ DǊǳǇ ŘΩ9ŎƻƭƻƎƛŀ 

de Peixos del IMEDEA, es va realitzar una base de dades de vídeos submarins (exemples, 

Figures 2 i 3). Aquesta base de dades conté 932 vídeos de ŘǳǊŀŎƛƽ ŘΩǳƴŀ ƘƻǊŀ ŘŜ ƳƛǘƧŀ, els 

quals varen ser analitzats visualment per determinar el nombre de peixos i espècies presents 

ŀ ŎŀŘŀ ƎǊŀǾŀŎƛƽΦ !ǉǳŜǎǘŀ ōŀǎŜ ǎΩǳǘƛƭƛǘȊŀǊŁ ǇŜǊ ŜƭŜƎƛǊ ŀ ǇŀǊǘƛǊ ŘŜ ǉǳƛƴǎ ǾƝŘŜƻǎ ǎΩŜȄǘǊŀǳǊŀƴ 

ƛƳŀǘƎŜǎ ǉǳŜ ǎΩǳǘƛƭƛǘȊŀǊŀƴ ǇŜǊ ŜƴǘǊŜƴŀr les xarxes de DL i les seves posteriors validacions una 

vegada la màquina detecti automàticament el nostre peix objectiu. Per entrenar la nostra  

xarxa , es van capturar captures de pantalla de vídeos mitjançant el reproductor multimèdia 

VLC (VLC - Features - VideoLAN, 2020). Es van utilitzar 25 vídeos de la base de dades per 

generar 9,208 imatges on hi apareixien raors, que varen servir per entrenar la xarxa de DL que 

volem generar (veure secció entrenament de la xarxa). 

A partir de les imatges obtingudes de les càmeres subaquàtiques  es va crear una base 

de dades formada per imatges on apareix un raor (Xyrichtys novacula). El raor és un peix molt 

popular a les Illes Balears, sobretot entre els pescadors recreatius. Aquests peixos es troben a 

zones arenoses i dΩaigües temperades. [ŀ ƴƻǎǘǊŀ Ȋƻƴŀ ŘΩŜǎǘǳŘƛ ŎƻƳǇƭŜƛȄ ŀǉǳŜǎǘŜǎ 

caracterísǘƛǉǳŜǎΣ Ŝǎ ǘǊŀŎǘŀ ŘΩǳƴŀ ŁǊŜŀ ƴŀǘǳǊŀƭ ǇǊƻǘŜƎƛŘŀ ό!atύ ŘŜ ƭŀ Badia de Palma i que 
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pertany a la Xarxa Natura 2000 marina. És una zona especialment caracteritzada per 

ƭΩŀōǳƴŘŁƴŎƛŀ ŘŜ ǊŀƻǊǎ, ja que és una zona amb les característiques ambientals idònies, i a part 

Ŝǎ ǘǊŀŎǘŀ ŘΩǳƴŀ !at ƻƴ Ŝǎ regula la pesca recreativa (Alós et al., 2016) (Figura 4). 

 

Figura 4.  Distribució de la Reserva Marina de la Badia de Palma que forma part de la Xarxa Natura 2000 on es 

va desenvolupar aquest Treball de Fi de Grau. 

2.2 Selecció i construcció de ƭΩŀƭƎƻǊƛǘƳŜ όȄŀǊȄŀ ƴŜǳǊƻnal) per identificar de 

manera automàtica el raor 

El segon Ǉǳƴǘ Ŝƴ ƭŀ ŎǊŜŀŎƛƽ ŘŜ ƭΩŀƭƎƻǊƛǘƳŜ ŘŜ 5[ ǇŜǊ ƳƻƴƛǘƻǊƛǘȊŀǊ ƭŜǎ ǇƻōƭŀŎƛƻƴǎ ŘŜ ǇŜƛȄƻǎ 

és dissenyar la nostra xarxa neuronal que servirà per classificar imatges. Es va utilitzar una 

xarxa anomenada Faster R-CNN que prové ŘΩǳƴŀ ōƛōƭƛƻǘŜŎŀ ŘŜ ŎƻŘƛǎ ƻōŜǊǘŀ ƛ ƭΩŜƴǘǊŜƴŀǊŜƳ 

utilitzant Python 3 (Ren et al., 2017). Amb aquesta acció disposem ŘΩǳƴŀ Ȅarxa neuronal 

convolucional pre-entrenada, això significa que aquesta xarxa ja ha estat entrenada amb un 

gran conjunt de dades (un paquet COCO (Redmon & Farhadi, 2016)) abans de la nostra 

utilització ǇŜƭ ƴƻǎǘǊŜ Ŏŀǎ ŘΩŜǎǘǳŘƛ. Aquest fet ens permet usar menys dades per a 

ƭΩŜƴǘǊŜƴŀƳŜƴǘΣ Ŝƭ ǉǳŜ Ŧŀ ǉǳŜ Ŝƴǎ ŦŀŎƛƭƛǘƛ ƭΩŜǎŦƻǊœ ŘŀǾŀƴǘ ƭŀ ŎǊŜŀŎƛƽ ŘΩǳƴŀ ȄŀǊȄŀ òptima pels 

nostres objectius. 

9ƭ ƴƻǎǘǊŜ ƻōƧŜŎǘƛǳ ŘΩŜƴǘǊŜƴŀƳŜƴǘ ŘŜ ƭa xarxa és determinar les caixes de delimitació al 

voltant dels objectes que ens interessen quan apareixen a la imatge (Figura 2 i 3). La manera 

amb què es delimita aquest quadre consisteix a establir quatre punts de límit en forma de 

coordenades de píxels de la imatge extreta (Figura 5). Al DL sempre parlem de probabilitats, 

una xarxa DL ens dona una probabilitat del resultat de la funció que hem entrenat, en el nostre 

cas, la presèƴŎƛŀ ŘΩǳƴ ǇŜƛȄ. Al final el resultat és un mapa de característiques que tenen unes 
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dimensions espacials més petites que la imatge original però tenen una major profunditat. Un 

detall important és que la xarxa manté la ubicació dels objectes que ha codificat en relació 

amb la imatge original. 

 

Figura 5 Φ tǊƻŎŞǎ ŘΩŜǘƛǉǳŜǘŀǘƎŜ ŘŜ ƭŜǎ ƛƳŀǘƎŜǎ ŀƳō el programa LambelImg. 

2.3 Breu resum del funcionament de la xarxa: la xarxa de propostes de regió 

La xarxa base genera un mapa de funcions per treballar. El nostre objectiu en general és 

determinar les caixes de delimitació al voltant dels objectes que ens interessen quan 

apareixen a la imatge. La manera amb què es delimita aquest quadre consisteix a establir 

quatre punts de límit en forma de coordenades de píxels de la imatge extreta ŎƻƳ Ƨŀ ǎΩƘŀ 

ŎƻƳŜƴǘŀǘ ŀ ƭΩŀǇŀǊǘŀǘ нΦн (Figura 5).  

La xarxa de propostes de regió, juntament amb els ancoratges, és la gran novetat del 

Faster R-CNN comparant-ho amb els seus predecessors. 

El RPN (Region Proposal Network) són un conjunt de regions propostes per a la 

detecció de ƭΩƻōƧŜŎǘŜ ƛ  utilitza el mapa de funcions generat amb la xarxa base per trobar entre 

tots els ancoratges alguns on puguem trobar un objecte. Durant ƭΩŜƴǘǊŜƴŀƳŜƴǘΣ ƭΩRPN agafa 

tots els ancoratges i els divideix en dues categories, les que podem trobar més probablement 

al primer pla i les que probablement les trobem al fonsΦ [ƭŀǾƻǊǎ ƻōǘƛƴŘǊŜƳ ǳƴŀ ƭƭƛǎǘŀ ŘΩƻōƧŜŎǘŜǎ 

rellevants, ŎŀŘŀǎŎǳƴ ŀƳō ǳƴŀ ǇǊƻǇƻǎǘŀ ŘŜ ŎƻƻǊŘŜƴŀŘŜǎ ƛ ǳƴŀ άƻōƧŜŎǘƛǾƛǘŀǘέΦ Per poder arribar 

a classificar les opcions trobades al pas anterior es necessita un nou mapa de funcions, extret 

de les regions de la imatge que conté cada caixa de delimitació que la xarxa ens proposa per 

a cada objecte (Figura 6).  Si tenim en conta la gran quantitat de propostes que tenim per cada 
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imatge ho convertiria un procés molt lent. Denominem captures de la Comunicació de la Regió 

ŘΩLƴǘŜǊŝǎ (ROI) a les regions que tenen una mida fixa que correspon a les caixes de delimitació 

de cada proposta i les envia al següent cas on es produeix la veritable classificació. 

 

Figura 6. A la imatge de lΩŜǎǉǳŜǊǊŀ podem veure ƭŜǎ ŎŀƛȄŜǎ ŘŜ ǇǊƻǇƻǎǘŀ ŀǇƭƛŎŀŘŀ ŀƭ ǊŀƻǊ ǉǳŜ ǎΩƘŀ ŜƴǊŜƎƛǎǘǊŀǘ. I a 

la imatge de la dreta veiem una proposta de fons proposada per la xarxa. 

2.4 Classificació dels objectes a través de la Fast R-CNN i formació de la xarxa 

La xarxa Neural Convolucional és ƭΩǵƭǘƛƳ pas de la Fater R-CNN. Aquesta crea un mapa 

ŘŜ ŦǳƴŎƛƻƴǎ ŀ ǇŀǊǘƛǊ ŘΩǳƴŀ ƛƳatge amb la xarxa que prèviament hem entrenat amb la versió 

ŘΩRPN. La Faster R-CNN és una xarxa que utilitza funcions calculades anteriorment i que pugin 

trobar-ǎΩƘƛ ƻōƧŜŎǘŜǎ ǉǳŜ Ŝƴǎ ƛƴǘŜǊŜǎǎin; per tant té dos objectius finals: assignar una classe a 

cada proposta i ajustar el límit de les caixes per a les propostes segons la classe prevista. La 

Faster R-CNN pren les propostes i els objectes de veritat fonamental i les compara amb un 

valor. Si la proposta té un valor  superior a 0.с ǎΩŀǎǎƛƎƴŀǊŀƴ ŀ ƭŀ ǎŜǾŀ Ǿeritat de què és lΩƻōƧŜŎǘŜ, 

detecta el peix, metres que les propostes entre 0.1 i 0.5 les considera com a fons. Per això, 

ŘƛǾƛŘŜƛȄ ƭŜǎ ǇǊƻǇƻǎǘŜǎ ŀƳō Řƻǎ ƎǊǳǇǎΣ ǳƴ ƻƴ ƴƻƳŞǎ ŎƻƴǘŞ ǇǊƻǇƻǎǘŜǎ ŘŜ Ŧƻƴǎ ƛ ƭΩŀƭǘǊŜ ƻƴ ƴƻƳŞǎ 

conté propostes de primer pla. A partir dΩŀǉǳŜǎǘǎ Řƻǎ ƎǊǳǇs crea un conjunt de dades 

compostes per un 25% per propostes de primer pla i un 75% de propostes de fons (Figura 6). 

Al final de tot el procés de la Faster R-CNN, acabem amb una llista d'objectes detectats en una 

imatge, cadascun amb la probabilitat de pertànyer a una classe d'objectes i amb una caixa 

delimitadora localitzant-la. En el nostre cas vam establir la xarxa neuronal per cercar només 

un objecte (un peix) i assignar-ƭƛ ƴƻƳŞǎ ǳƴŀ ŎƭŀǎǎŜ όάXyrichtys novaculaέ) (Figura 7). 
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Figura 7 . Detecció i assignació de la classe de la xarxa neuronal Faster R-CNN entrenada per detectar el 

raor dintre de la Xarxa Natura 2000. 

La Faster R-CNN està formada per tres xarxes diferents. La primera és la xarxa base CNN 

pre-ŜƴǘǊŜƴŀŘŀΣ ƻƴ ƭΩƻōƧŜŎǘƛǳ ŘΩŀquesta xarxa és disminuir el nostre esforç, el temps de 

dedicació i la potència informàtica utilitzant dades calculades amb anterioritat (Hendrycks et 

al., 2019). Hem de considerar que a les nostres imatges només hi trobem objectes que ens 

interessen per detectar i classificar, en el nostre cas peixos, i que són completament diferents 

dels objectes utilitzats per a la formació prèvia de la xarxa, que no necessàriament són peixos. 

La segona i la tercera xarxa corresponen a RPN i la Faster R-CNN. Aquestes són les xarxes que 

realment hem format. La Fast R-CNN  ƻǊƛƎƛƴŀƭ Ŝǎ Ǿŀ ŦƻǊƳŀǊ Ǉŀǎ ŀ Ǉŀǎ ƳƛǘƧŀƴœŀƴǘ ƭΩŀǇǊƻȄƛƳŀŎƛƽΣ 

per això les dades es van fǳǎƛƻƴŀǊ ŀōŀƴǎ ŘΩǳƴ ŘŀǊǊŜǊ Ǉŀǎ ŘΩŜƴǘǊŜƴŀƳŜƴǘ ŎƻƳǇƭŜǘ (Ren et al., 

2017). Ara podem saber que la formació conjunta condueix a millors resultats.  

Per això, totes les imatges que utilitzarem per a la formació de la xarxa passaran primer 

per RPN i després per el Faster R-CNN. Vam establir la xarxa neuronal amb tres taxes 

ŘΩŀǇǊŜƴŜƴǘŀǘƎŜ ŘƛŦŜǊŜƴǘǎ ŀ ǘǊŜǎ ƳƻƳŜƴǘǎ ŘŜ ƭŀ ŦƻǊƳŀŎƛƽΦ Una ǎŜƴǎŜ ƭƭƛƴŘŀǊ ŘΩŀǳƎƳŜƴǘŀŎƛƽ i 

ŘǳŜǎ ƳŞǎ ŀƳō ǳƴ ƭƭƛƴŘŀǊ ŘΩŀǳƎƳŜƴǘŀŎƛƽ ŘƛŦŜǊŜƴǘΦ   

2.5 IƻƳƻƎŜƴŜƠǘȊŀŎƛƽ ŘΩƛƳŀǘƎŜǎ 

9ƴ Ŝƭ ŎƻƴǘŜȄǘ  ŘΩŀǉǳŜǎǘ ¢ǊŜōŀƭƭ ŘŜ Cƛ ŘŜ DǊŀǳΣ ƭa xarxa de DL pre-entrenada Faster R-CNN 

es va entrenar amb les imatges de raor generades al punt 2.1. Per entrenar les xarxes de DL 

Ŝǎ ƴŜŎŜǎǎƛǘŀ ǳƴ ŎƻƴƧǳƴǘ ŘΩƛƳŀǘƎŜǎ ŜȄǘǊŜǘŜǎ ŘŜƭǎ ǾƝŘŜƻǎ ƻƴ Ŝǎ ƭƻŎŀƭƛǘȊƛƴ Ŝƭǎ ŘƛŦŜǊŜƴǘǎ ǇŜƛȄƻǎ 

objectiu. Aquestes imatges han de tenir una mateixa mida i un format de nomenclatura 

seqüencial. Es varen convertir totes les captures de pantalla dels vídeos a format JPG. La mida 
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idònia per a la selecció i entrenament de les xarxes és un ample de 1,280 píxels x 1,080 píxels 

(les figures 2 i 3 són exemples de les imatges generades). 

2.6 !ƴƻǘŀŎƛƽ ƛ ŎƭŀǎǎƛŦƛŎŀŎƛƽ ŘΩƛƳŀǘƎŜǎ 

Una vegada totes les imatges dels vídeos es varen homogeneïtzar es va procedir a 

ƭΩŀƴƻǘŀŎƛƽ ƛ ƭŀ ŎƭŀǎǎƛŦƛŎŀŎƛƽ ŘŜƭǎ ǇŜƛȄƻǎ ǉǳŜ Ŝƴǎ ƛƴǘŜǊŜǎǎŜƴ ŘŜ ƭŜǎ ƛƳŀǘƎŜǎ (Figura 7). Amb una 

xarxa de DL podem usar el model de classificació, on ens informa automàticament de la 

presència ŘΩǳƴ ƻōƧŜŎǘŜ ŀ ƭŀ ƛƳŀǘƎŜ ƻ ƭŀ ŘŜǘŜŎŎƛƽ ŘΩƻōƧŜŎǘŜǎΦ 9ƴ ƭΩǵƭǘƛƳ cas la xarxa classifica i 

ƭƻŎŀƭƛǘȊŀ ƭΩƻōƧŜŎǘŜΦ !ǉǳŜǎǘ ǘƛǇǳǎ ŘŜ ȄŀǊȄŜǎ ǎón les més interessants per nosaltres perquè volem 

saber quin peix apareix al vídeo i quin moviment realitza (Reithaug, 2018). La part 

ŘΩŜǘƛǉǳŜǘŀǘƎŜ ŘŜƭ ǇǊƻŎŞǎ ŘΩŀǇǊŜƴŜƴǘŀǘƎŜ és un procŞǎ ƳŀƴǳŀƭΦ {ΩƘŀ ŘŜ ƻōǊƛǊ ŎŀŘŀ ƛƳŀǘƎŜΣ 

ŜǘƛǉǳŜǘŀǊ ƛ ŀƴƻƳŜƴŀǊ ƭΩƻōƧŜŎǘŜ ǉǳŜ Ŝƴǎ ƛƴǘŜǊŜǎǎŀΦ !ǉǳŜǎǘ ǇǊƻŎŞǎ Ŝǎ Řǳǳ ŀ ǘŜǊƳŜ ŀƳō ƭŀ 

finalitat de què ƭΩƻǊŘiƴŀŘƻǊ ǇǳƎǳƛ άŀǇǊŜƴŘǊŜέΦ tŜǊ ŀǊǊƛōŀǊ ŀ ŀŎƻƴǎŜƎǳƛǊ-ho es necessiten un 

ƎǊŀƴ ǾƻƭǳƳ ŘΩƛƳŀǘƎŜǎ ŘŜ ƭΩƻōƧŜŎǘŜ ǉǳŜ Ŝƴs interessa.  

tŜǊ ŀ ƭΩŜǘƛǉǳŜǘŀǘƎŜ vàrem utilitzar un programa gratuït LabelImg desenvolupat per 

Python (Figura 5). El llenguatge de Phyton és un llenguatge de programació lliure i molt 

versàtil. El programa obre cada imatge i permet realitzar anotacions de manera ràpida i en 

diferents formats. La xarxa de DL que vàrem utilitzar (Faster R-CNN) necessita les anotacions 

guardades en XML, per tant vàrem guardar las imatges en aquest format i amb la seva etiqueta 

dels peixos que hi apareixen, el seu nom, el nombre de la imatge i la posició dels peixos dins 

la imatge (Figura 5). 

2.7 bƻƳōǊŜ ŘΩƛƳŀǘƎŜǎ ƴŜŎŜǎǎŀǊƛ ƛ ǇǊƻŎŞǎ ŘΩŀǳƎƳŜƴǘŀŎƛƽ 

9ƭ ƴƻƳōǊŜ ŘΩƛƳŀǘƎŜǎ ǳǘƛƭƛǘȊŀŘŜǎ ǇŜǊ ŀ ƭŀ ŦƻǊƳŀŎƛƽ ŘŜ ƭŀ ȄŀǊȄŀ Şǎ ǳƴ paràmetre molt 

important en el DL (M. W. Mathis & Mathis, 2020) per tant, és un paràmetre a considerar en 

el desenvolupament de la nostra xarxa. Observant els canvis, en les prediccions, que sofreix la 

xarxŀ ƴŜǳǊƻƴŀƭ Ŝƴ ǊŜƭŀŎƛƽ ŀƭ ƴƻƳōǊŜ ŘΩƛƳŀǘƎŜǎ Ŝƴǎ Ǉƻǘ ŘƻƴŀǊ ƛƴŦƻǊƳŀŎƛƽ Ƴƻƭǘ Ǿŀƭǳƻǎŀ ǎƻōǊŜ 

el seu funcionament i de com la podem millorar (M. W. Mathis & Mathis, 2020). No obstant 

ƭΩŀǳƎƳŜƴǘ ŘŜ ŘŀŘŜǎ ŘΩƛmatges (procés anomenat augmentació) Şǎ ǳƴ ƳŝǘƻŘŜ ǉǳŜ ǎΩǳǘƛƭƛǘȊŀ 

ǇŜǊ ŀƳǇƭƛŀǊ ŀǊǘƛŦƛŎƛŀƭƳŜƴǘ ƭŀ ƳƛŘŀ ŘΩǳƴ ŎƻƴƧǳƴǘ ŘŜ ŘŀŘŜǎ ŘΩŜƴǘǊŜƴŀƳŜƴǘ ŎǊŜŀƴǘ ǾŜǊǎƛƻƴǎ 

modificades de les imatges ƻǊƛƎƛƴŀƭǎ ŘΩǳƴ ŎƻƴƧǳƴǘ ŘŜ ŘŀŘŜǎ (Perez & Wang, 2017). Per aquest 

ǘǊŜōŀƭƭ Ŝǎ Ǿŀ ŀǾŀƭǳŀǊ ƭΩŜŦŜŎǘŜ ŘŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ƛ Ŝǎ Ǿŀ establir una xarxa neuronal utilitzant tres 
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tipus de modificacions que ens poden ser útils per detectar un peix. Aquestes tres 

modificacions són: Random Horizontal Flip, per crear imatges mirall que parteixen de punts 

ŀƭŜŀǘƻǊƛǎ ŀƭ ƭƭŀǊƎ ŘΩǳƴŀ ƭƝƴƛŀ ƘƻǊƛǘȊƻƴǘŀƭΤ ŎƻƭƻǊ ŘŜ distorsió aleatòria, on ŀ ƭΩŀǘȊŀǊ se canvia els 

colors de la imatge i ǎΩŀƧǳǎǘŀ ŘŜ ƳŀƴŜǊŀ ŀƭŜŀǘƼǊƛŀ ƭŀ ƭƭǳƳƛƴƻǎƛǘŀǘ per modificar la brillantor de 

les imatges; i la darrera modificació és la imatge de retall aleatori, que consisteix en retallar 

ǳƴŀ ǇŀǊǘ ŘΩǳƴŀ ƛƳŀǘƎŜ ŀƳō Ŝƭǎ ǎŜǳǎ ǉǳŀŘǊŜǎ ŘŜ ŘŜƭƛƳƛǘŀŎƛƽ (Tensorflow-

Models/Preprocessor.Proto at Master · Rwightman/Tensorflow-Models · GitHub, 2020). 

[ΩŀǳƎƳŜƴǘ ŘŜ ŘŀŘŜǎ és una tècnica molt habiǘǳŀƭ Ŝƴ ŀƴŁƭƛǎƛ ŘΩƛƳŀǘƎŜǎ ŀƳō DL, ja que a més 

ŘŜ ǊŜŘǳƛǊ Ŝƭ ƴƻǎǘǊŜ ŜǎŦƻǊœ ǎΩƘŀ ŘŜƳƻǎǘǊŀǘ ǉǳŜ ŀǳƎƳŜƴǘŀ ǎǳōǎǘŀƴŎƛŀƭƳŜƴǘ ƭŀ precisió del model 

(Wong et al., 2016). 

2.8 Validació de la xarxa 

Per avaluar la precisió de les prediccions de la nostra xarxa de DL Ŝƴ ƭŀ ǘŀǎŎŀ ŘΩƛŘŜƴǘƛŦƛŎŀǊ 

correctament el raor en imatges submarines, hem realitzat una validació a cadascuna de les 

tres xarxes entrenades; una primera sense augmentació, i dues més amb augmentació (en una 

ŘΩŜƭƭŜǎ ƭŀ ǇǊƻōŀōƛƭƛǘŀǘ ŘŜ ŘŜǘŜŎŎƛƽ ŘŜ ƭΩƻōƧŜŎǘŜ ǎŜǊŁ ƳŀƧƻǊ ŀ лΦр ƛ ƭΩŀƭǘǊŜ ǎŜǊŁ ƳŀƧƻǊ ŀ лΦтύ. El que 

ens permet el llindar és decidir a partir de quina probabilitat de detecció de la xarxa volem 

que ens doni la seva detecció com a certa (presència o absència del peix). 5ΩŀŎƻǊŘ ŀƳō ŀǉǳŜǎǘ 

argument, la xarxa sense augmentació ens informa dels objectes que ha trobat amb una 

possibilitat de què fossin un raor major que un 95%, la segona xarxa en canvi té un valor de 

detecció del 50% i la tercera xarxa té un valor de detecció del 70%. La validació va consistir a 

ŀƴŀƭƛǘȊŀǊ Ŝƭǎ ƳŀǘŜƛȄƻǎ ǾƝŘŜƻǎ ƳŀƴǳŀƭƳŜƴǘ ƛ ǳǘƛƭƛǘȊŀǊ ƭΩŀƭƎƻǊƛǘƳŜ i comparar els dos resultats. 

Per a la validació, es van seleccionar un total de vuit vídeos. 

És important tenir present que les imatges utilitzades per a la validació ha de ser 

ŎƻƳǇƭŜǘŀƳŜƴǘ ƴƻǾŜǎ ǇŜǊ ŀ ƭΩŀƭƎƻǊƛǘƳŜΣ ƴƻ ǇƻŘŜƴ ƘŀǾŜǊ Ŝǎǘŀǘ ǳǘƛƭƛǘȊŀŘŜǎ ǇŜǊ ŜƴǘǊŜƴŀǊ ƭŀ ȄŀǊȄŀΦ 

tŜǊ ǘŀƴǘΣ Ŝƭǎ ǾƝŘŜƻǎ ŜƳǇǊŀǘǎ Ŝƴ ƭŀ ǾŀƭƛŘŀŎƛƽ ƴƻ Ŝǎ Ǿŀƴ ŦŜǊ ǎŜǊǾƛǊ Ŝƴ Ŝƭ ǇǊƻŎŞǎ ŘΩentrenament de 

la xarxa.  

Per fer la validació, els vídeos seleccionats es van analitzar de manera manual. [ΩŀƴŁƭƛǎƛ 

manual es va fer veient els vídeos i prenent nota de la presència o absència del raor per segon. 

Es van generar una sèrie temporal on 0 significava ƭΩŀōǎŝƴŎƛŀ del raor i en cas de la presència 

ŘΩǳƴ ƻ ǾŀǊƛǎ ǊŀƻǊǎ ǎΩŀƴƻǘŀva el nombre de raors que apareixen alhora (Figura 6 i 7). La nostra 

ȄŀǊȄŀ Ǿŀ ŀƴŀƭƛǘȊŀǊ ŘŜ ƳŀƴŜǊŀ ŀǳǘƻƳŁǘƛŎŀ Ŝƭǎ ǾƝŘŜƻǎ ǇŜǊ ŎƻƳǇŀǊŀǊ ƭΩŜŦŜŎǘƛǾƛǘŀǘ ŘŜƭ ƴƻǎǘǊŜ 
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algoritme en la identificació del raor, generant un marc de probabilitat de presèƴŎƛŀ ŘΩǳƴ ƻ 

varis raors a cada fotograma. La probabilitat de la presèƴŎƛŀ ŘΩun peix éǎ ŘΩǳƴ ǾŀƭƻǊ ŜƴǘǊŜ л ƛ 

1, i es va fixar un llindar a partir del qual es considera que apareix un peix. Per a cada validació 

es va utilitzar els llindars de 0.5 i 0.7, per seleccionar la que ens proporciona la predicció més 

exacta i entendre millor la distribució de probabilitats de la sortida. 

El procés de validació general va generar dues sèries temporals per vídeo, una manual i 

un altre resultant de la xarxa de DL.  Per cada una de les validacions i les vam comparar per 

calcular-ƴŜ Ŝƭ ǇŜǊŎŜƴǘŀǘƎŜ ŎƻƛƴŎƛŘŜƴǘ ό҈ ŘΩŝȄƛǘ ŘΩŀōǎŝƴŎƛŀ o presència de raor). Per a cada 

vídeo, en primer lloc vàrem comparar el temps, les sèries de temps es divideixen en dues: les 

ǇŀǊǘǎ ƻƴ Ƙƛ ǘǊƻōŜƳ ǇŜƛȄƻǎ ƛ ƭŜǎ ǇŀǊǘǎ ƻƴ ƴƻ ƴΩƘƛ ƘŀΦ !ƛȄƝ ǇƻŘŜƳ Ǿisualitzar fàcilment si 

ƭΩŀƭƎƻǊƛǘƳŜ ǘŞ ƳŞǎ ǇǊƻōƭŜƳŜǎ ǇŜǊ ǇǊŜŘƛǊ ƭŀ ǇǊŜǎèƴŎƛŀ ŘΩǳƴ o varis peixos quan estan presents, 

ƻ ƭΩŀōǎŝƴŎƛŀ ŘΩŀǉǳŜǎǘǎ ǉǳŀƴ ŜǎǘŁ ŀōǎŜƴǘΦ És a dir, volem saber la quantitat de falsos positius i 

negatius que ens pot donar la nostra xarxa.  

Nosaltres vam analitzar vuit vídeos dΩuna durada mitjana de 40 minuts, generant 

aproximadament 27,800  ŦƻǘƻƎǊŀƳŜǎ ŀƴŀƭƛǘȊŀǘǎ ŀƳō ƭΩŀbsència / presència dels raors, i la 

quantitat en cas de què ƴΩŀǇŀǊŜƎǳƛ Ƴéǎ ŘΩǳƴ. Totes les transformacions de dades i 

comparacions es van realitzar amb el programa Python (Kiusalaas, 2013). 

3 Resultats 
 

Després de la validació de les tres xarxes entrenades obtenim una taula de probabilitats 

ƻƴ Ƙƛ ŀǇŀǊŜƛȄ ƭŀ ǇǊƻōŀōƛƭƛǘŀǘ ŘΩencert de la xarxa enfront de la validació manual en cada vídeo. 

Vam analitzar un total de vuit vídeos, i a continuació comentarem els resultats obtinguts en 

ŎŀŘŀǎŎǳƴ ŘΩŜƭƭǎΥ 

Els resultats de la validació del vídeo 58A mostren, en general, un bon funcionament 

de la xarxa (Figura 8). En general trobem un individu al transcurs del vídeo menys a un moment 

ǇǊƻǇŜǊ ŀ ƭΩƛƴƛŎƛ ƻƴ ǇƻŘŜƳ ƻōǎŜǊǾŀǊ Řƻǎ ƳŜƴǘǊŜ ǉǳŜ ƭŜǎ ȄŀǊȄŜǎ Ŝƴ detecten fins a tres al voltant 

del segon 1500 (Figura 8). La xarxa sense augmentació té ǳƴ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ ŘŜ ун.96% 

ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ 0.5 de probabilitat en té un de 35.рп҈ ƛ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ 

probabilitat 0.7 té un 59.нр҈ ŘΩŜƴŎŜǊǘΦ 
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Figura 8. A la part superior, dΩŜǎǉǳŜǊǊŀ ŀ ŘǊŜǘŀ ƭŜǎ ƎǊŁŦƛǉǳŜǎ ŘŜ ƭŀ ǇǊƛƳŜǊŀ ȄŀǊȄŀ ǎŜƴǎŜ ǾŀƭƛŘŀŎƛƽΣ ŘŜ ƭŀ ǎŜƎƻƴŀ 

xarxa amb una augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 del 

vídeo 58A. ! ƭΩŜƛȄ ŘŜ ƭŜǎ · ǾŜƛŜƳ Ŝƭ ƴƻƳōǊŜ ŘŜ ǊŀƻǊǎ ƳŜƴǘǊŜ ǉǳŜ ŀ ƭΩŜƛȄ ŘŜ ƭŜǎ ¸ Ŝƭ ǘŜƳǇǎ Ŝƴ ǎŜƎƻƴǎ 

transcorreguts durant la gravació. En color taronja la validació manual i en color blau ƭŀ ŘŜǘŜŎŎƛƽ ŘΩǳƴ raor per 

part de les xarxes.  A la part superior de les gràfiques podem veure el percentatge de coincidència entre la 

validació i ƭŀ ŘŜǘŜŎŎƛƽ ŘŜƭ 5[ ǉǳŜ Ŝƴǎ Řƛǳ Ŝƭ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘΦ A la part inferior veiem un fotograma del 

segon 1500 on veiem la causa de la detecció de 2 raors. 

Els resultats de la validació del vídeo 58B també mostren un bon funcionament de la 

xarxa (Figura 9). Al transcurs del vídeo veiem en molts de moments ƭΩŀōǎŝƴŎƛŀ de raor, a la 

meitat hi trobem ƭΩŀǇŀǊƛŎƛƽ ŘŜ Ŧƛƴǎ a dos individusΣ ƭŀ ȄŀǊȄŀ ǎΩŀƧǳǎǘŀ ŀ ƭŀ ǾŀƭƛŘŀŎƛƽΦ La xarxa sense 

validació té ǳƴ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ ŘŜ 92.47҈ ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ  probabilitat 0.5 

en té un de 89.61҈ ƛ ƭΩŀǳƎƳŜƴǘŀŎƛƽ de probabilitat 0.7 té un 89.61҈ ŘΩŜƴŎŜǊǘΦ 

 

Figura 9. 5ΩŜǎquerra a dreta les gràfiques de la primera xarxa sense validació, de la segona xarxa amb una 

augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ de probabilitat 0.7 del vídeo 58B. ! ƭΩŜƛȄ 

de les X veiem el nombre de raors mentre que a ƭΩŜƛx de les Y el temps en segons transcorreguts durant la 

ƎǊŀǾŀŎƛƽΦ 9ƴ ŎƻƭƻǊ ǘŀǊƻƴƧŀ ƭŀ ǾŀƭƛŘŀŎƛƽ Ƴŀƴǳŀƭ ƛ Ŝƴ ŎƻƭƻǊ ōƭŀǳ ƭŀ ŘŜǘŜŎŎƛƽ ŘΩǳƴ ǊŀƻǊ ǇŜǊ ǇŀǊǘ ŘŜ ƭŜǎ ȄŀǊȄŜǎΦ  ! ƭŀ 
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part superior de les gràfiques podem veure el percentatge de coincidència entre la validació i  la detecció del 

DL que ens diu el ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘΦ 

Respecta al vídeo 69A, a ƭΩƛƴƛŎƛ ŘŜƭ ǾƝŘŜƻ ǇƻŘŜƳ ǾŜǳǊŜ Řƻǎ ǊŀƻǊǎ ǇŜǊƼ ŀǾƛŀǘ 

desapareixen de la imatge, transcorregut el vídeo un torna aparèixer però les xarxes no el 

detecten (Figura 10). La xarxa sense augmentació té un percentatge ŘΩŜƴŎŜǊǘ ŘŜ 67.27% 

ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.5 en té un de 67.44҈ ƛ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ 

probabilitat 0.7 té un 67.36҈ ŘΩŜƴŎŜǊǘΦ 

 

Figura 10. 5ΩŜǎǉǳŜǊǊŀ ŀ ŘǊŜǘŀ ƭŜǎ ƎǊŁŦƛǉǳŜǎ ŘŜ ƭŀ ǇǊƛƳŜǊŀ ȄŀǊȄŀ ǎŜnse validació, de la segona xarxa amb una 

augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 del vídeo 69A. ! ƭΩŜƛȄ 

de les X veiem el nombre de raors mentre que a ƭΩŜƛȄ ŘŜ ƭŜǎ ¸ Ŝƭ ǘŜƳǇǎ Ŝƴ ǎŜƎƻƴǎ ǘǊŀƴǎŎƻǊǊŜƎǳǘs durant la 

ƎǊŀǾŀŎƛƽΦ 9ƴ ŎƻƭƻǊ ǘŀǊƻƴƧŀ ƭŀ ǾŀƭƛŘŀŎƛƽ Ƴŀƴǳŀƭ ƛ Ŝƴ ŎƻƭƻǊ ōƭŀǳ ƭŀ ŘŜǘŜŎŎƛƽ ŘΩǳƴ ǊŀƻǊ ǇŜǊ ǇŀǊǘ ŘŜ ƭŜǎ ȄŀǊȄŜǎΦ  ! ƭŀ 

part superior de les gràfiques podem veure el percentatge de coincidència entre la validació i la detecció del DL 

que ens diu el percentatge. 

Els resultats de la validació del vídeo 106A mostren un funcionament de la xarxa menor 

que els altres (Figura 11). Aquest vídeo és un dels més complexos, hi apareixen fins a quatre 

raors amb moltes interaccions ŘΩŜƴǘǊŀŘŀ ƛ ǎƻǊǘƛŘŀ de pantalla a més ŘΩaparèixer altres 

espècies, les xarxes detecten fins a cinc ƛƴŘƛǾƛŘǳǎ ǉǳŀƴ ƭŀ ǾŀƭƛŘŀŎƛƽ Ŝƴǎ Řƛǳ ǉǳŜ ƴΩƘƛ Ƙŀ quatre. 

La xarxa sense augmentació té ǳƴ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ ŘŜ 55.21҈ ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ 

de probabilitat 0.5 en té un de 59.22҈ ƛ ƭΩŀǳƎƳŜƴǘŀŎió de probabilitat 0.7 té un 59.29% 

ŘΩŜƴŎŜǊǘΦ 

 

Figura 11. 5ΩŜǎǉǳŜǊǊŀ ŀ ŘǊŜǘŀ ƭŜǎ ƎǊŁŦƛǉǳŜǎ ŘŜ ƭŀ ǇǊƛƳŜǊŀ ȄŀǊȄŀ ǎŜƴǎŜ ǾŀƭƛŘŀŎƛƽΣ ŘŜ ƭŀ ǎŜƎƻƴŀ ȄŀǊȄŀ ŀƳō ǳƴŀ 

augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 del vídeo 106A. ! ƭΩŜƛȄ 

ŘŜ ƭŜǎ · ǾŜƛŜƳ Ŝƭ ƴƻƳōǊŜ ŘŜ ǊŀƻǊǎ ƳŜƴǘǊŜ ǉǳŜ ŀ ƭΩŜƛȄ ŘŜ ƭŜǎ ¸ Ŝƭ ǘŜƳǇǎ Ŝƴ ǎŜƎƻƴǎ ǘǊŀƴǎŎƻǊǊŜƎǳǘs durant la 
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ƎǊŀǾŀŎƛƽΦ 9ƴ ŎƻƭƻǊ ǘŀǊƻƴƧŀ ƭŀ ǾŀƭƛŘŀŎƛƽ Ƴŀƴǳŀƭ ƛ Ŝƴ ŎƻƭƻǊ ōƭŀǳ ƭŀ ŘŜǘŜŎŎƛƽ ŘΩǳƴ ǊŀƻǊ ǇŜǊ ǇŀǊǘ ŘŜ ƭŜǎ ȄŀǊȄŜǎΦ  ! ƭŀ 

part superior de les gràfiques podem veure el percentatge de coincidència entre la validació i la detecció del DL 

ǉǳŜ Ŝƴǎ Řƛǳ Ŝƭ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘΦ 

Els resultats de la validació del vídeo 112A  mostren un bon funcionament de la xarxa 

(Figura 12). Durant el transcurs del vídeo hi trobem un sol raor que apareix i desapareix 

juntament amb altres peixos, les xarxes detecten un màxim de tres individus. La xarxa sense 

validació té ǳƴ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ ŘŜ 85.70҈ ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.5 

en té un de 71.01% i ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 té un 72.66҈ ŘΩŜƴŎŜǊǘΦ 

 

Figura 12. 5ΩŜǎǉǳŜǊǊŀ ŀ ŘǊŜǘŀ ƭŜǎ ƎǊŁŦƛǉǳŜǎ ŘŜ ƭŀ ǇǊƛƳŜǊŀ ȄŀǊȄŀ ǎŜƴǎŜ ǾŀƭƛŘŀŎƛƽΣ ŘŜ ƭŀ ǎŜƎƻƴŀ ȄŀǊȄŀ ŀƳō ǳƴŀ 

augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 del vídeo 112A. ! ƭΩŜƛȄ 

ŘŜ ƭŜǎ · ǾŜƛŜƳ Ŝƭ ƴƻƳōǊŜ ŘŜ ǊŀƻǊǎ ƳŜƴǘǊŜ ǉǳŜ ŀ ƭΩŜƛȄ ŘŜ ƭŜǎ ¸ Ŝƭ ǘŜƳǇǎ Ŝƴ ǎŜƎƻƴǎ ǘǊŀƴǎŎƻǊǊŜƎǳǘs durant la 

gravació. En color taronja la validació manual i en color blau lŀ ŘŜǘŜŎŎƛƽ ŘΩǳƴ ǊŀƻǊ ǇŜǊ ǇŀǊǘ ŘŜ ƭŜǎ ȄŀǊȄŜǎΦ  ! ƭŀ 

part superior de les gràfiques podem veure el percentatge de coincidència entre la validació i la detecció del DL 

ǉǳŜ Ŝƴǎ Řƛǳ Ŝƭ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘΦ 

Els resultats de la validació del vídeo 112B  mostren molt bon funcionament de la xarxa 

(Figura 13). Al vídeo trobŜƳ ǳƴŀ ŀǇŀǊƛŎƛƽ ŜǎǇƻǊŁŘƛŎŀ ŘΩǳƴ ǊŀƻǊ ƭŀ ǉǳŀƭ ƭŜǎ ȄŀǊȄŜǎ ŘŜǘŜŎǘŜƴΦ La 

xarxa sense augmentació té ǳƴ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ ŘŜ 96.70҈ ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ 

probabilitat 0.5 en té un de 97.4҈ ƛ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 té un 97.64҈ ŘΩŜƴŎŜǊǘΦ 

 

Figura 13. 5ΩŜǎǉǳŜǊǊŀ ŀ ŘǊŜǘŀ ƭŜǎ ƎǊŁŦƛǉǳŜǎ ŘŜ ƭŀ ǇǊƛƳŜǊŀ ȄŀǊȄŀ ǎŜƴǎŜ ǾŀƭƛŘŀŎƛƽΣ ŘŜ ƭŀ ǎŜƎƻƴŀ ȄŀǊȄŀ ŀƳō ǳƴŀ 

augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ лΦт probabilitat del vídeo 112B. ! ƭΩŜƛȄ 

de les X veiem el nombre de raors mŜƴǘǊŜ ǉǳŜ ŀ ƭΩŜƛȄ ŘŜ ƭŜǎ ¸ Ŝƭ ǘŜƳǇǎ Ŝƴ ǎŜƎƻƴǎ ǘǊŀƴǎŎƻǊǊŜƎǳǘs durant la 

ƎǊŀǾŀŎƛƽΦ 9ƴ ŎƻƭƻǊ ǘŀǊƻƴƧŀ ƭŀ ǾŀƭƛŘŀŎƛƽ Ƴŀƴǳŀƭ ƛ Ŝƴ ŎƻƭƻǊ ōƭŀǳ ƭŀ ŘŜǘŜŎŎƛƽ ŘΩǳƴ ǊŀƻǊ ǇŜǊ ǇŀǊǘ ŘŜ ƭŜǎ ȄŀǊȄŜǎΦ  ! ƭŀ 



 

 

19 

part superior de les gràfiques podem veure el percentatge de coincidència entre la validació i la detecció del DL 

ǉǳŜ Ŝƴǎ Řƛǳ Ŝƭ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘΦ 

Els resultats de la validació del vídeo 113A  mostren, en general, un funcionament de 

la xarxa pitjor que la mitja (Figura 14). Vídeo amb molta presèƴŎƛŀ ŘΩƛƴŘƛǾƛŘǳǎ ŘŜ ŘƛǾŜǊses 

espècies diferents, amb un màxim de quatre raors simultàniament en pantalla on les xarxes 

ƴΩŀǊǊƛōŜƴ ŀ ŘŜǘŜŎǘŀǊ cinc. La xarxa sense augmentació té ǳƴ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ ŘŜ 60.10% 

ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.5 en té un de 56.28% i ƭΩŀǳƎƳentació de 

probabilitat 0.7 té un 52.31҈ ŘΩŜƴŎŜǊǘΦ 

 

Figura 14. 5ΩŜǎǉǳŜǊǊŀ ŀ ŘǊŜǘŀ ƭŜǎ ƎǊŁŦƛǉǳŜǎ ŘŜ ƭŀ ǇǊƛƳŜǊŀ ȄŀǊȄŀ ǎŜƴǎŜ ǾŀƭƛŘŀŎƛƽΣ ŘŜ ƭŀ ǎŜƎƻƴŀ ȄŀǊȄŀ ŀƳō ǳƴŀ 

augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 del vídeo 113A. ! ƭΩŜƛȄ 

ŘŜ ƭŜǎ · ǾŜƛŜƳ Ŝƭ ƴƻƳōǊŜ ŘŜ ǊŀƻǊǎ ƳŜƴǘǊŜ ǉǳŜ ŀ ƭΩŜƛȄ ŘŜ ƭŜǎ ¸ Ŝƭ ǘŜƳǇǎ Ŝƴ ǎŜƎƻƴǎ ǘǊŀƴǎŎƻǊǊŜƎǳǘs durant la 

gravació. En color taronja la validació manual i en color blau lŀ ŘŜǘŜŎŎƛƽ ŘΩǳƴ ǊŀƻǊ ǇŜǊ ǇŀǊǘ ŘŜ ƭŜǎ ȄŀǊȄŜǎΦ  ! ƭŀ 

part superior de les gràfiques podem veure el percentatge de coincidència entre la validació i la detecció del DL 

ǉǳŜ Ŝƴǎ Řƛǳ Ŝƭ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘΦ 

Finalment, els resultats de la validació del vídeo 113B mostra també un funcionament 

regular de la xarxa (Figura 15). En aquest vídeo, apareixen un màxim de dos raors i en general 

en trobem només un en pantalla, la xarxa també en detecta com a màxim dos. La xarxa sense 

augmentació té ǳƴ ǇŜǊŎŜƴǘŀǘƎŜ ŘΩŜƴŎŜǊǘ Ře 57.21҈ ƳŜƴǘǊŜ ǉǳŜ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 

0.5 en té un de 54.71҈ ƛ ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 té un 49.85҈ ŘΩŜƴŎŜǊǘΦ 

 

Figura 15. 5ΩŜǎǉǳŜǊǊŀ ŀ ŘǊŜǘŀ ƭŜǎ ƎǊŁŦƛǉǳŜǎ ŘŜ ƭŀ ǇǊƛƳŜǊŀ ȄŀǊȄŀ ǎŜƴǎŜ ǾŀƭƛŘŀŎƛƽΣ ŘŜ ƭŀ ǎŜƎƻƴŀ ȄŀǊȄŀ ŀƳō ǳƴŀ 

augmentació de probabilitat лΦр ƛ ƭŀ ǘŜǊŎŜǊŀ ȄŀǊȄŀ ŀƳō ƭΩŀǳƎƳŜƴǘŀŎƛƽ ŘŜ probabilitat 0.7 del vídeo 113B. ! ƭΩŜƛȄ 

de les X veiem el nombre de raors ƳŜƴǘǊŜ ǉǳŜ ŀ ƭΩŜƛȄ ŘŜ ƭŜǎ ¸ Ŝƭ ǘŜƳǇǎ Ŝƴ ǎŜƎƻƴǎ ǘǊŀƴǎŎƻǊǊŜƎǳǘs durant la 












